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RESUMO

Este trabalho apresenta o desenvolvimento de um sistema inteligente de inspeção visual para
cabos transpostos utilizados em transformadores de potência, empregando técnicas de visão com-
putacional e aprendizado profundo. O objetivo central é segmentar e identificar individualmente
os fios condutores por meio de redes neurais convolucionais, permitindo a detecção automática
de não conformidades com precisão e eficiência. Foram avaliadas as arquiteturas Mask R-CNN
e YOLOv8-seg, aplicadas a um conjunto de dados original composto por imagens reais anotadas
no formato de objetos comuns em contexto. A análise experimental, conduzida por meio de
um planejamento de experimentos, demonstrou que ambas as arquiteturas atingiram níveis de
precisão média acima de 0,97. O modelo YOLOv8-seg destacou-se pela robustez operacional
e velocidade de processamento, alcançando uma revocação de 0,950 e tempo de inferência de
aproximadamente 14,8 milissegundos por imagem. A arquitetura Mask R-CNN, por sua vez,
demonstrou maior fidelidade na definição dos contornos espaciais, atingindo uma pontuação
máxima de 0,566 e sendo indicada para análises laboratoriais de alta precisão. A solução proposta
contribui para elevar a confiabilidade da inspeção, reduzir a subjetividade humana e promover
a automação de processos industriais críticos. O estudo descreve a elaboração do conjunto de
dados proprietário e sugere aprimoramentos futuros, como a integração com sistemas industriais
em tempo real e o uso de modelos otimizados para dispositivos de computação na borda.

Palavras-chave: Visão Computacional. Redes Neurais Convolucionais. Segmentação de Imagens.
Inspeção Automatizada. Cabos Transpostos.



ABSTRACT

This work presents the development of an intelligent visual inspection system for continuously
transposed cables used in power transformers, employing computer vision and deep learning
techniques. The primary objective is to segment and individually identify the conducting wires
through convolutional neural networks, enabling the automatic detection of non-conformities
with precision and efficiency. The Mask R-CNN and YOLOv8-seg architectures were evaluated,
applied to an original dataset composed of real images annotated in the common objects in context
format. The experimental analysis, conducted through a design of experiments, demonstrated that
both architectures achieved mean precision levels above 0.97. The YOLOv8-seg model stood out
for its operational robustness and processing speed, reaching a recall of 0.950 and an inference
time of approximately 14.8 milliseconds per image. The Mask R-CNN architecture demonstrated
higher fidelity in defining spatial contours, achieving a maximum score of 0.566 and being
recommended for high-precision laboratory analysis. The proposed solution contributes to
increasing inspection reliability, reducing human subjectivity, and promoting the automation of
critical industrial processes. The study describes the development of the proprietary dataset and
suggests future improvements, such as integration with real-time industrial systems and the use
of optimized models for edge computing devices.

Keywords: Computer Vision. Convolutional Neural Networks. Image Segmentation. Automated
Inspection. Transposed Cables.
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1 INTRODUÇÃO

1.1 CONTEXTUALIZAÇÃO E MOTIVAÇÃO

Os cabos transpostos continuamente (Continuously Transposed Cable, CTC) são ampla-
mente utilizados nos enrolamentos de transformadores de potência de média e alta tensão. Esses
cabos são compostos por dezenas de fios condutores retangulares isolados, dispostos em duas
pilhas paralelas que se entrelaçam ao longo do comprimento do cabo. Essa configuração permite
que cada fio ocupe todas as posições possíveis na seção transversal, reduzindo perdas elétricas
por efeito de proximidade e melhorando a distribuição de corrente entre os condutores, conforme
apresentado na Figura 1.

Figura 1 – (a) Detalhamento da geometria de transposição e fios retangulares. (b) Vista geral de
uma bobina de transformador composta por CTC.

(a) (b)

Fonte: Do autor (2025).

A configuração geométrica específica dos CTCs também minimiza perdas por correntes
parasitas (eddy currents) por meio da equalização da impedância magnética entre condutores,
contribuindo significativamente para a eficiência eletromagnética do enrolamento (Alsuhaibani
et al., 2016; Lopez-Fernandez; Alvarez-Gomez, 2019). Além disso, a estabilidade mecânica
durante esforços eletrodinâmicos é um aspecto crítico de projeto, uma vez que deformações
podem comprometer a integridade dos condutores e do isolamento (Geißler; Leibfried, 2014).
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Como resultado, transformadores construídos com cabos transpostos apresentam maior eficiência
e menor aquecimento, sendo componentes essenciais para a confiabilidade dos sistemas elétricos
de potência.

Além dos impactos eletromagnéticos, a integridade mecânica do CTC sob esforços de
curto-circuito depende de parâmetros construtivos como a espessura do papel isolante; ensaios
laboratoriais mostram variações significativas na resistência à flambagem do conjunto (Geißler;
Leibfried, 2014). Essa relação entre características geométricas e resistência mecânica reforça a
importância da inspeção de qualidade ainda na fase de manufatura, garantindo a uniformidade
dimensional e a confiabilidade do condutor transposto.

Entretanto, a fabricação e montagem de cabos transpostos trazem desafios de qualidade.
Devido à complexidade estrutural, que envolve dezenas de fios esmaltados paralelos e camadas de
isolamento, defeitos de manufatura podem ocorrer, tais como fissuras no esmalte, deformações
mecânicas ou mesmo curto-circuitos entre fios adjacentes. Tradicionalmente, o controle de
qualidade desses cabos é realizado por inspeções manuais e testes elétricos pontuais em linha
de produção, o que pode ser limitado em detectar pequenos defeitos e garantir a consistência
da produção (Geißler; Leibfried, 2014). Essa complexidade decorre do processo de fabricação
realizado por máquinas de transposição, as quais manipulam simultaneamente diversos fios
individuais para compor a estrutura trançada. O maquinário utilizado e o arranjo da linha de
produção são apresentados na Figura 2.

Figura 2 – (a) Vista frontal da máquina de transposição evidenciando a alimentação dos fios. (b)
Detalhamento do sistema de cabeçotes para entrelaçamento dos condutores.

(a) (b)

Fonte: Adaptado de LP Industry (2025)

O processo de fabricação do cabo transposto inicia-se com a alimentação sincronizada de
múltiplos fios individuais, provenientes de bobinas de suprimento que convergem para a entrada
da máquina de transposição, conforme ilustrado na Figura 2a. A parte central do equipamento,
detalhada na Figura 2b, consiste em um sistema de cabeçotes móveis que realizam o deslocamento
mecânico preciso de cada condutor. Esses cabeçotes operam em um ciclo contínuo de troca de
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posições entre as duas pilhas paralelas de fios, forçando o condutor que está no topo de uma
pilha a cruzar para a outra, enquanto a base realiza o movimento inverso. Essa ação mecânica
repetitiva é o que garante a formação da geometria de trança característica do CTC, assegurando
que todos os fios ocupem posições equivalentes ao longo da extensão do cabo para a equalização
das propriedades elétricas (LP Industry, 2025). O produto resultante desta etapa consiste no cabo
devidamente transposto, porém em um estágio anterior à aplicação do isolamento externo de
papel, conforme detalhado na Figura 3.

Figura 3 – Cabo transposto após o processo de transposição e pré aplicação do isolamento
externo.

Fonte: Adaptado de LP Industry (2025).

O desenvolvimento da infraestrutura de inspeção e a especificação do sistema de visão
clássica operante na linha de produção foram realizados pelo autor desta dissertação, Jefferson
Negrão da Silva, com o auxílio técnico dos colegas Mather Jussie Malgrenn, Vinícius Ghizoni
da Silva e Marcelo Wille. O suporte operacional para o sistema em linha é conduzido por
Claudiney Rodrigo Martins. Atualmente, a inspeção de qualidade automatizada utiliza o Vision

Development Module (módulo de desenvolvimento de visão) da empresa National Instruments,
com algoritmos determinísticos programados em linguagem LabVIEW. Esse sistema de visão de
máquina (machine vision) realiza o controle dimensional e a detecção de não conformidades no
ambiente fabril.

Este trabalho dá sequência ao desenvolvimento mencionado, propondo uma evolução
tecnológica por meio de uma análise de viabilidade para o uso de inteligência artificial. Sob a
orientação do professor Douglas Wildgrube Bertol, esta fase de pesquisa utiliza a linguagem
Python e a plataforma Google Colab para o desenvolvimento e treinamento de modelos de
aprendizado de máquina (machine learning). O objetivo é validar se a implementação de redes
neurais convolucionais pode complementar o sistema de visão clássica atual, aumentando a
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robustez na identificação de defeitos. Esta parte do projeto encontra-se em fase de testes e
validação.

1.2 LIMITAÇÕES DA INSPEÇÃO MANUAL

A inspeção visual manual apresenta limitações claras, pois depende da atenção contínua
do operador e provoca fadiga ocular e perda de precisão ao longo do tempo. Na Figura 4, ilustra-
se o ambiente típico de inspeção, onde a repetitividade e o brilho dos condutores metálicos
tornam a identificação de microfissuras uma tarefa subjetiva. Mesmo com ajustes ergonômicos, a
variabilidade da inspeção manual permanece elevada, o que reforça a necessidade de métodos au-
tomatizados baseados em visão computacional para garantir maior consistência e confiabilidade
(Yeow; Sen, 2004).

Figura 4 – Representação do processo de inspeção visual manual em linha de produção.

Fonte: Do autor (2025).

Essa limitação humana reforça a necessidade de automação por meio de visão computa-
cional e metodologias estruturadas de controle da qualidade, como o Six Sigma, amplamente
aplicado em processos de manufatura para reduzir variabilidade e aumentar a confiabilidade
(Chadalavada; Raj; Balasubramanian, 2016; Mansour et al., 2025; Yu et al., 2022). Com o
aumento das demandas de produção e dos requisitos de confiabilidade, torna-se fundamental
implementar métodos mais eficientes e precisos para inspecionar cabos transpostos, garantindo
que nenhum defeito passe despercebido. A automação da inspeção visual permite padronização
dos resultados, rastreabilidade e redução de custos operacionais, características indispensáveis
no contexto da Indústria 4.0.

1.3 MOTIVAÇÃO TECNOLÓGICA

Técnicas de Visão Computacional e Inteligência Artificial (IA) representam soluções para
automatizar a inspeção de condutores elétricos em processos industriais. Sistemas equipados
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com câmeras de alta resolução e algoritmos de aprendizado de máquina podem analisar imagens
em tempo real para identificar padrões de defeitos com rapidez superior à inspeção humana
(Yeow; Sen, 2004).

As Redes Neurais Convolucionais (CNNs, do inglês Convolutional Neural Networks)
apresentam resultados expressivos em tarefas de segmentação de imagens. Essas arquiteturas
permitem delimitar com precisão os fios individuais que compõem o cabo transposto, mesmo
em cenários com variações de iluminação ou texturas complexas (He et al., 2017; Mahapatra,
2022; Ahmed et al., 2023). A evolução dessas técnicas impulsionou a adoção da segmentação
por instância (instance segmentation), que permite mascarar individualmente cada componente
do objeto de interesse. As diferenças conceituais entre as tarefas de classificação de imagem,
segmentação semântica e segmentação por instância estão ilustradas na Figura 5 (Shafi’i; Al-
Majidi; Al-Obeidi, 2023). Tais avanços fundamentam o emprego de modelos como Mask
R-CNN e YOLOv8-seg para garantir a confiabilidade e o controle de qualidade automatizado
(Arı; Akkoyun; Ercetin, 2025; Liu et al., 2015).

Figura 5 – Comparativo entre as tarefas de classificação de imagem, segmentação semântica e
segmentação por instância.

Fonte: Adaptado de Shafi’i, Al-Majidi e Al-Obeidi (2023).

Os sistemas de visão de máquina tornaram-se fundamentais no ambiente industrial por
permitirem a detecção precisa de não conformidades. No contexto deste trabalho, as característi-
cas construtivas dos cabos transpostos, essenciais para a tarefa de segmentação, são detalhadas
na Seção 2.1 para fundamentar o método proposto.

1.4 PROBLEMA DE PESQUISA

Diante do exposto, surge a seguinte questão de pesquisa que norteia este estudo:

“É possível desenvolver um sistema de inspeção visual automatizada, baseado
em redes neurais convolucionais, capaz de segmentar e identificar individual-
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mente os fios de cabos transpostos em ambiente industrial, garantindo precisão
e velocidade adequadas ao uso em linha de produção?”

1.5 OBJETIVO GERAL

O objetivo geral deste trabalho é desenvolver e avaliar um sistema de inspeção visual
inteligente para cabos transpostos por meio de técnicas de visão computacional e redes neurais
convolucionais. O sistema deve permitir a segmentação e a identificação automática dos fios
individuais, de modo a contribuir para a redução de falhas de inspeção e para o aumento da
confiabilidade do processo produtivo.

1.6 OBJETIVOS ESPECÍFICOS

Os objetivos específicos estabelecidos para atingir o objetivo geral são:

i) realizar a aquisição e a anotação manual de um conjunto de imagens reais de cabos
transpostos;

ii) implementar e treinar as arquiteturas Mask R-CNN e YOLOv8-seg para a tarefa de
segmentação por instância;

iii) comparar o desempenho das redes neurais com o sistema de visão clássica atualmente
empregado, considerando métricas de precisão, revocação, Interseção sobre União (IoU,
do inglês Intersection over Union) e tempo de inferência;

iv) validar a aplicabilidade industrial das soluções desenvolvidas quanto ao desempenho, à
robustez e à integração em linha de produção;

v) propor diretrizes para o aprimoramento futuro do sistema e para a expansão do banco de
dados de imagens.

1.7 SUPORTE TECNOLÓGICO E USO DE INTELIGÊNCIA ARTIFICIAL

A elaboração deste estudo contou com o suporte de ferramentas de Inteligência Artificial
(IA) em etapas distintas do processo de pesquisa e desenvolvimento. O levantamento biblio-
gráfico e a fundamentação teórica foram auxiliados pela ferramenta de pesquisa da Elsevier
(ScienceDirect Leap), fundamentada em dados da base Scopus e textos completos do repositório
ScienceDirect.

Na fase de implementação técnica, o ChatGPT Plus (versões 4o a 5.2) serviu como
suporte para a programação e para o desenvolvimento das arquiteturas de redes neurais voltadas
à segmentação por instância. Adicionalmente, para garantir a fluidez, a clareza e a objetividade
da redação, foram utilizados o ChatGPT Plus e a ferramenta Gemini 3 (Google AI Pro) na
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revisão e nos ajustes textuais, assegurando que os conceitos técnicos sejam comunicados de
forma acessível e direta ao leitor.

1.8 ESTRUTURA DO TRABALHO

Este documento está organizado em cinco capítulos. O Capítulo 1 apresenta a contextua-
lização, o problema de pesquisa e os objetivos do trabalho. O Capítulo 2 aborda a fundamentação
teórica sobre cabos transpostos, visão computacional e redes neurais convolucionais. O Capí-
tulo 3 descreve a metodologia empregada, incluindo a aquisição de imagens, a anotação dos
dados e o treinamento dos modelos. O Capítulo 4 apresenta e discute os resultados obtidos. Por
fim, o Capítulo 5 expõe as considerações finais e as sugestões para trabalhos futuros.
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2 FUNDAMENTAÇÃO TEÓRICA

Este capítulo apresenta os principais conceitos, tecnologias e pesquisas que embasam o
desenvolvimento do sistema de inspeção automatizada proposto, com ênfase em cabos transpos-
tos, visão computacional, redes neurais convolucionais e segmentação de imagens.

2.1 CABOS TRANSPOSTOS CONTINUAMENTE

Os cabos transpostos continuamente (CTC, do inglês Continuously Transposed Con-

ductors) são amplamente utilizados em transformadores de potência com o objetivo de reduzir
perdas por correntes parasitas e a tensão de circuito induzida, o que aumenta a eficiência e
diminui os custos de operação (Han et al., 2010; Gilman, 1924). A transposição regular dos
fios garante uma exposição uniforme ao campo magnético. Entretanto, variações dimensionais
ou instabilidades, como as provocadas por forças de curto-circuito, podem comprometer o
desempenho do transformador, fato que reforça a importância de um processo de fabricação
preciso e de um controle de qualidade rigoroso (Patel, 2002).

Os condutores retangulares esmaltados são dispostos em duas pilhas paralelas, uma
superior e outra inferior, que se entrelaçam ao longo do comprimento do cabo. Essa configuração
estrutural é característica dos CTC e garante que cada fio ocupe todas as posições possíveis ao
longo do percurso para equilibrar o acoplamento magnético (Oria et al., 2020). O número total
de fios que compõem o cabo corresponde à soma de condutores elementares individualmente
isolados em ambas as pilhas, variando normalmente entre 11 e 81 condutores conforme a corrente
nominal, o limite térmico de operação e as restrições geométricas do enrolamento (Mingotti;
Peretto; Tinarelli, 2021).

A geometria e o posicionamento dos condutores influenciam diretamente a distribuição
de fluxo magnético, as perdas elétricas e os esforços eletrodinâmicos. A espessura resultante do
cabo na direção radial é significativamente menor do que sua altura, característica que contribui
para a mitigação de esforços de laço (loop), causados por campos magnéticos radiais variáveis,
conforme ilustrado na Figura 6 (Mingotti; Peretto; Tinarelli, 2021).
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Figura 6 – (a) Corte esquemático mostrando o empilhamento dos fios e as dimensões de altura e
largura do cabo transposto. (b) Demonstração do processo de transposição dos fios e

da relação entre o passo e a extensão da transposição.

(a) (b)

Fonte: Do autor (2025).

Ensaios de curto-circuito mostram que pequenas variações geométricas e na espessura do
papel isolante alteram a resistência à flambagem (buckling) do conjunto, o que exige inspeção
dimensional detalhada durante a manufatura (Geißler; Leibfried, 2014). A inspeção rigorosa do
padrão de transposição é essencial para garantir a integridade estrutural e elétrica, prevenindo
falhas operacionais como curtos-circuitos, deslocamentos de fios e deformações mecânicas
(Alsuhaibani et al., 2016; Shea, 2005; Oria et al., 2020).

2.2 VISÃO COMPUTACIONAL NA INDÚSTRIA

A visão computacional consolidou-se como uma tecnologia estratégica para a inspeção
automática industrial, pois oferece capacidade de análise superior aos métodos convencionais.
Essa tecnologia combina algoritmos de inteligência artificial e aprendizado profundo (deep

learning) para extrair características visuais como bordas, texturas e formas geométricas, o
que permite a detecção padronizada de defeitos em processos produtivos (Ettalibi; Elouadi;
Mansour, 2024). Tais sistemas automatizados substituem a inspeção visual humana e reduzem os
impactos da fadiga e da subjetividade, aumentando a consistência dos resultados. A integração
de sensores ópticos de alta resolução, iluminação controlada e algoritmos baseados em redes
neurais convolucionais (CNNs) viabiliza níveis de precisão elevados em ambientes fabris (Tang
et al., 2022).

Em paralelo, estratégias para a adoção de aprendizado de máquina (machine learning) no
chão de fábrica reforçam o papel da visão computacional como elemento-chave na rastreabilidade
(Seid Ahmed; Milani, 2025). No domínio de condutores estruturais, revisões sobre inspeção
baseada em visão descrevem técnicas para enfrentar desafios como oclusões, variações de
iluminação e texturas metálicas, oferecendo um panorama relevante para a inspeção de geometrias
alongadas (Ji; Luo; Luo, 2025).
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A implementação desses sistemas proporciona benefícios que abrangem desde a redução
de custos com retrabalhos até o aumento da produtividade. Aplicações recentes incluem a
inspeção de componentes eletrônicos, o controle dimensional e a verificação de soldas (Ettalibi;
Elouadi; Mansour, 2024). Tais soluções impulsionam a transição para a Indústria 4.0, na qual a
conectividade digital transforma métodos tradicionais em abordagens autônomas.

Avanços recentes em diagnóstico industrial têm priorizado a inferência na borda (edge

computing) para reduzir a latência e preservar dados sensíveis. Ao mesmo tempo, a interpreta-
bilidade dos modelos tornou-se um requisito para a aceitação operacional. A combinação de
processamento em borda com modelos interpretáveis estabelece fundamentos que podem ser
estendidos à inspeção visual de cabos transpostos em linhas de produção (Hu et al., 2025).

2.3 TÉCNICAS TRADICIONAIS DE PROCESSAMENTO DE IMAGENS

Antes da popularização da IA e do aprendizado profundo, os sistemas de segmentação de
imagens baseavam-se em métodos determinísticos fundamentados em princípios matemáticos
clássicos (Gonzalez; Woods, 2018). A limiarização (thresholding) constituía a técnica primária
para separar regiões de interesse por meio de funções de histograma e critérios de intensidade,
como o método de Otsu (Sahoo; Soltani; Wong, 1988).

Os algoritmos de filtragem espacial, como os filtros de média, mediana e Gaussiano,
eram empregados para a redução de ruído e o realce de características estruturais. Paralelamente,
transformadas matemáticas como Fourier e Hough permitiam a análise de frequências e a identifi-
cação de padrões geométricos específicos (Gonzalez; Woods, 2018). As operações morfológicas
de dilatação, erosão, abertura e fechamento desempenhavam papel essencial no refinamento
de contornos e na segmentação de objetos em relação ao fundo, sendo aplicadas em tarefas de
inspeção visual (Ngan; Pang; Yung, 2011). Adicionalmente, operadores de detecção de bordas
(edge detection), como Sobel, Canny e Laplaciano, eram utilizados para identificar transições
abruptas de intensidade.

Embora essas técnicas fossem eficazes em ambientes controlados, apresentavam limi-
tações significativas em aplicações industriais. Fatores como variações de iluminação, ruído,
sobreposição de objetos e irregularidades superficiais comprometiam a confiabilidade da segmen-
tação, o que exigia calibração constante e intervenção manual (Fang et al., 2020; Ercetin et al.,
2024). Tais restrições motivaram o avanço em direção a abordagens baseadas em aprendizado de
máquina e CNNs, capazes de lidar com cenários dinâmicos e de maior complexidade visual.

2.3.1 Sistema de Visão de Máquina 2D

Para o controle de qualidade do processo de transposição, utilizou-se um sistema de
visão de máquina 2D desenvolvido para este estudo, escolhido por sua eficiência em medições
dimensionais e detecção de defeitos superficiais. Esse sistema é amplamente aplicado em
inspeções de alta precisão devido à sua capacidade de capturar imagens planas com contraste
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e resolução adequados para análise geométrica e textural em cabos em movimento (Gonzalez;
Woods, 2018).

O arranjo óptico compreende uma câmera industrial, lente de precisão e um módulo de
iluminação difusa, configurados para garantir a uniformidade luminosa e minimizar reflexos sobre
a superfície metálica dos fios. A seleção dos componentes seguiu critérios de dimensionamento
baseados no FOV, na distância de trabalho e na resolução espacial necessária para a detecção dos
detalhes de interesse (Opto Engineering, 2024c; Edmund Optics, 2023c).

Fisicamente, o sistema é suportado por uma estrutura metálica rígida fixada à linha
de produção, posicionada imediatamente após a etapa de transposição dos fios. O projeto
mecânico dessa estrutura foi desenvolvido para assegurar que a câmera e o sistema de iluminação
mantenham as distâncias nominais de operação em relação ao cabo, garantindo a repetibilidade
da aquisição. A estrutura completa, detalhando os planos de montagem e a disposição espacial
dos componentes, é apresentada em vista frontal na Figura 7a e em perspectiva tridimensional na
Figura 7b.

Figura 7 – Detalhamento da estrutura mecânica para suporte da iluminação e câmera do sistema
de visão.

(a) Vista frontal da estrutura de suporte. (b) Modelo 3D do suporte.

Fonte: Do autor (2025).

Essa montagem sobre suportes ajustáveis permite a calibração precisa de altura, ângulo e
foco. Tal flexibilidade mecânica assegura o alinhamento óptico e compensa variações de altura da
peça durante o processo produtivo. O sistema foi integrado ao CLP da máquina para sincronizar
o disparo da câmera com o movimento do cabo, permitindo a inspeção automática de cada
transposição em tempo real e o registro de dados para rastreabilidade.
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De acordo com recomendações técnicas, essa abordagem equilibra o desempenho óptico
e a estabilidade mecânica necessária para inspeções industriais contínuas (Opto Engineering,
2024c; Edmund Optics, 2023c). A Figura 8 ilustra o sistema completo instalado e em operação
na linha de transposição.

Figura 8 – Sistema de visão de máquina 2D instalado em linha de produção.

Fonte: Do autor (2025).

A integração final do sistema é consolidada pelo posicionamento do cabo transposto
através da zona de inspeção, conforme ilustrado no modelo tridimensional da Figura 7b. O cabo
percorre o canal central da estrutura de proteção, passando diretamente sob o arranjo óptico e de
iluminação, o que permite a captura contínua de imagens das faces superiores e inferiores. Essa
configuração em túnel isola a área de análise de interferências luminosas externas e garante que
o cabo mantenha a estabilidade necessária para a segmentação precisa dos condutores durante
o regime produtivo. Dessa forma, o sistema assegura a rastreabilidade integral da transposição
antes da aplicação das camadas de isolamento finais.

2.3.2 Câmera e Lente Utilizadas

A câmera empregada utiliza o sensor IMX392 CMOS com obturador global (global

shutter), resolução de 1920 × 1200 pixels (2,3 MP) e taxa de 51 quadros por segundo. A
escolha do obturador global visa eliminar distorções por movimento, fenômeno comum em
sensores do tipo rolling shutter, os quais expõem as linhas da imagem de forma sequencial
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e geram deformações geométricas em objetos com deslocamento rápido. Em sensores global

shutter, todos os pixels são expostos simultaneamente, o que garante a precisão dimensional e o
sincronismo com sistemas de iluminação pulsada (Xhakoni, 2023; Stemmer Imaging, 2024). Por
o contraste de cor não ser determinante na inspeção, optou-se por uma câmera monocromática,
cuja maior sensibilidade espectral amplia a relação sinal-ruído.

A lente selecionada foi a Basler C23-0824-5M-P de 8 mm, compatível com sensores
de 2/3 in e dotada de ajuste de íris entre f /2.4 e f /16. Essa variação possibilita controlar a
profundidade de campo para manter as regiões críticas do cabo em foco, mesmo sob pequenas
variações de altura, além de permitir ajustes de exposição. A seleção seguiu critérios de projeto
estabelecidos pela metodologia de dimensionamento óptico para sistemas de visão industrial,
considerando parâmetros como distância focal (focal length), FOV e tamanho do sensor (Edmund
Optics, 2023a; Opto Engineering, 2024c). Os testes apontaram como configuração ideal o tempo
de exposição de 5000 µs e abertura f /4.

A distância entre a lente e o objeto foi definida em 300 mm, calculada a partir da relação
apresentada na Equação 1:

f =
s ·D

S
(1)

Nessa relação, considera-se a distância focal f = 8 mm e o tamanho do sensor s = 6,6
mm × 4,1 mm. Assim, obteve-se uma área de inspeção (S) aproximada de 250 mm, dimensão
suficiente para capturar toda a largura do cabo e assegurar que a resolução espacial fosse
compatível com o menor defeito a ser identificado. Essa configuração otimiza a resolução do
sistema e mantém o equilíbrio entre o campo de visão e a profundidade de campo, conforme os
princípios de projeto óptico descritos em (Edmund Optics, 2023a; Opto Engineering, 2024c).

2.3.3 Técnica de Iluminação

A iluminação é um fator determinante para a precisão e a eficácia das medições em
sistemas de visão de máquina, uma vez que define o contraste e a visibilidade dos defeitos na
superfície do objeto inspecionado. Neste trabalho, adotou-se a técnica de iluminação de campo
escuro (dark-field) em baixo ângulo. O princípio dessa técnica baseia-se na incidência lateral da
luz, de modo que apenas as irregularidades ou descontinuidades superficiais espalhem a luz de
volta para o sistema óptico, o que permite realçar microdefeitos invisíveis sob iluminação direta
(Chen; Li; Sui, 2020; Opto Engineering, 2024a).

Em sistemas industriais, essa configuração é eficaz para destacar bordas, arranhões e
fissuras, pois a luz incidente em ângulos rasantes é refletida de forma difusa apenas por regiões
não planas. O resultado são imagens com fundo escuro e realce intenso nas áreas de interesse,
melhorando a relação sinal-ruído e simplificando o processamento subsequente. Guias técnicos
recomendam a iluminação dark-field para inspeções dimensionais de precisão e detecção de
falhas em materiais metálicos ou polidos, especialmente quando o brilho pode mascarar pequenas
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imperfeições (Edmund Optics, 2023d). A Figura 9 apresenta o resultado da técnica aplicada ao
cabo transposto. A Figura 9a mostra os fios sob iluminação ambiente, enquanto a Figura 9b exibe
a mesma amostra iluminada em campo escuro. Nota-se a melhora significativa do contraste e o
realce das bordas, o que simplifica a detecção de irregularidades superficiais.

Figura 9 – (a) Amostra de cabo transposto sob iluminação ambiente; (b) Amostra do mesmo
cabo com iluminação dark-field em ângulo baixo.

(a) (b)

Fonte: Do autor (2025).

2.3.4 Processamento de Imagem na Visão Clássica

O processamento de imagem no sistema de visão clássica segue um fluxo determinístico,
composto por etapas sequenciais de filtragem, segmentação e análise geométrica. Após a captura
da imagem sob iluminação dark-field, realiza-se a remoção de ruídos e a equalização de con-
traste para uniformizar a intensidade luminosa. Em seguida, aplica-se a limiarização adaptativa
(adaptive thresholding) para separar as regiões correspondentes aos fios condutores e ao fundo
da imagem, conforme descrito em (Gonzalez; Woods, 2018; Sahoo; Soltani; Wong, 1988).

As formas obtidas passam por operações morfológicas de erosão e dilatação, utilizadas
para suavizar contornos e eliminar pequenas imperfeições. Essas técnicas são amplamente
documentadas na literatura de visão computacional clássica e continuam sendo aplicadas em
contextos industriais por sua simplicidade e previsibilidade de resultados (Opto Engineering,
2024b; Edmund Optics, 2023b).

A detecção de bordas é então realizada utilizando operadores diferenciais de gradiente,
que identificam transições abruptas de intensidade luminosa e permitem delinear com precisão os
contornos dos fios. A partir dessas informações, são extraídas métricas geométricas de interesse,
como espaçamento e uniformidade do padrão de transposição.

A Figura 10 apresenta o resultado da etapa de medição, realizada entre as interseções
das linhas vermelhas e verdes que representam, respectivamente, o passo de transposição (S) e a
extensão da transposição (T). O mesmo procedimento é aplicado em ambos os lados do cabo
para garantir precisão e consistência nas medições automáticas.
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Figura 10 – Indicação da medição do passo de transposição (S) e da extensão da transposição
(T).

Fonte: do autor.

O sistema clássico demonstrou eficiência e estabilidade para medições dimensionais em
linha de produção, permitindo inspeções rápidas e repetíveis. Entretanto, apresenta limitações
quanto à sua capacidade de generalização entre diferentes tipos de cabos e variações geométricas,
como número de fios e dimensões do condutor. Nessas situações, é necessário reconfigurar
parâmetros ou ajustar limiares de processamento manualmente, o que reduz a flexibilidade do
sistema diante de novos padrões de produto (Edmund Optics, 2023b; Opto Engineering, 2024b).

Nesse contexto, as técnicas baseadas em inteligência artificial, especialmente redes
neurais convolucionais, surgem como alternativas versáteis, capazes de aprender variações visuais
e dimensionais automaticamente a partir de exemplos. Estudos recentes demonstram a aplicação
bem-sucedida de CNNs na inspeção de falhas em materiais metálicos e em infraestruturas
industriais, reforçando o potencial dessas abordagens para ampliar a adaptabilidade e a autonomia
dos sistemas industriais, inclusive em cabos transpostos (Diniz et al., 2024).

2.4 REDES NEURAIS CONVOLUCIONAIS

As CNNs representam um avanço no aprendizado profundo e foram projetadas especifi-
camente para o processamento de dados estruturados em grade, como imagens digitais (LeCun
et al., 1998; Goodfellow; Bengio; Courville, 2016). Diferentemente das abordagens clássicas, as
quais dependiam de algoritmos de filtragem e limiarização definidos manualmente, as CNNs ex-
traem características automaticamente a partir de exemplos rotulados, aprendendo representações
hierárquicas e invariantes a transformações espaciais (Zhao et al., 2024).

Essas redes são compostas por camadas convolucionais que extraem padrões de tex-
tura, borda e forma, camadas de agrupamento (pooling) para redução da dimensionalidade e
camadas totalmente conectadas, as quais são responsáveis pela classificação final das instâncias
(Goodfellow; Bengio; Courville, 2016).

O modelo de aprendizado hierárquico permite que as CNNs superem as limitações das
técnicas determinísticas, tornando-as eficazes em tarefas de inspeção visual industrial e análise
dimensional (Khanam et al., 2024). A robustez dessas arquiteturas em lidar com variações
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de iluminação e ruído é fundamental para a segmentação precisa dos condutores nos cabos
transpostos, conforme discutido na Seção 2.3.

2.4.1 Arquitetura e Funcionamento

A arquitetura de uma CNN segue um fluxo organizado em estágios de extração, redução
e decisão. As camadas convolucionais aplicam filtros locais (kernels) sobre a imagem de entrada
para gerar mapas de ativação que codificam informações espaciais relevantes. Cada camada
aprende automaticamente pesos que se ajustam às estruturas recorrentes dos dados, o que reduz
a necessidade de engenharia manual de atributos. Em seguida, as camadas de agrupamento
(pooling) realizam a subamostragem dos dados, consolidando regiões de interesse e tornando o
modelo mais robusto a variações geométricas e ruídos. Por fim, as camadas totalmente conectadas
sintetizam as características aprendidas e as encaminham para uma função de ativação, como a
softmax. Essa função é responsável por converter os resultados finais em uma distribuição de
probabilidade para cada classe de saída, permitindo a classificação das instâncias com base no
maior valor de confiança obtido (Goodfellow; Bengio; Courville, 2016).

Durante o treinamento supervisionado, a rede ajusta seus parâmetros por meio do cálculo
do gradiente da função de custo, realizado pelo algoritmo de retropropagação (backpropagation).
Esse processo permite identificar a contribuição de cada peso no erro total, orientando a atualiza-
ção sistemática para a minimização da função de perda global (LeCun et al., 1998). Este princípio
de aprendizado foi fundamental para o sucesso do modelo LeNet-5, considerado o precursor
das arquiteturas modernas (LeCun et al., 1998). Evoluções subsequentes, como AlexNet, VGG,
ResNet e EfficientNet, aumentaram a profundidade e a capacidade de generalização das redes, o
que impulsionou o desenvolvimento de aplicações industriais em larga escala (Zhao et al., 2024;
Khanam et al., 2024).

Além das variantes mais recentes da família YOLO, trabalhos industriais têm explorado
melhorias de fusão de características e arranjos siameses para elevar a detecção de defeitos de
pequeno porte em tempo real (Yi et al., 2024). Em paralelo, arquiteturas leves otimizadas para
eficiência computacional e implantação em borda (edge) mostram-se promissoras para cenários
com restrições de hardware (Zhang et al., 2025). Em superfícies metálicas, mecanismos de
atenção multiescala têm contribuído para um reconhecimento mais robusto sob variações de
textura e reflexos (Xiao et al., 2022).

Recentemente, essas arquiteturas originaram modelos especializados para tarefas de
segmentação por instância, como o Mask R-CNN e o YOLOv8-seg. O Mask R-CNN, derivado do
Faster R-CNN, introduz uma ramificação adicional para a predição de máscaras de segmentação
em nível de pixel, o que permite a identificação precisa de regiões pertencentes a cada objeto. Já
o YOLOv8-seg representa uma evolução das redes da família YOLO ao integrar segmentação
e detecção em um único fluxo de processamento em tempo real. Essas arquiteturas combinam
a extração hierárquica de características das CNNs com cabeças (heads) especializados em
predição de caixas delimitadoras e máscaras, sendo ideais para aplicações industriais que exigem
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precisão e desempenho simultâneos (Khanam et al., 2024; Zhao et al., 2024).
Dessa forma, o presente trabalho utiliza as CNNs como base para o desenvolvimento e a

comparação de dois modelos de inspeção automática de cabos transpostos. O Mask R-CNN foi
selecionado por sua precisão em segmentação detalhada, enquanto o YOLOv8-seg foi escolhido
por sua eficiência e velocidade de inferência em linha de produção. Ambas as redes foram
treinadas e avaliadas em ambiente de experimentação no Google Colab, utilizando o conjunto de
imagens reais adquiridas do processo produtivo para comparar o desempenho e a viabilidade de
implementação industrial.

2.4.2 Segmentação por Instância com CNNs

A segmentação por instância constitui um avanço em relação às abordagens de detec-
ção de objetos (object detection) e segmentação semântica, pois permite a identificação e o
delineamento individual de cada elemento na imagem, mesmo quando pertencem à mesma
classe (He et al., 2017). Diferentemente da segmentação semântica, que classifica pixels sem
distinguir instâncias, a segmentação por instância integra a detecção e a segmentação em nível de
pixel (pixel-wise segmentation), fornecendo máscaras exclusivas para cada entidade reconhecida.
No contexto industrial, essa capacidade é relevante para a inspeção de cabos transpostos, pois
possibilita a análise individual de cada fio condutor, mesmo sob condições de sobreposição
parcial ou variações dimensionais (Khanam et al., 2024).

Entre as arquiteturas consolidadas para essa tarefa, destacam-se o Mask R-CNN e o
YOLOv8-seg. O Mask R-CNN estende o Faster R-CNN ao incorporar uma ramificação adicional
para a predição de máscaras binárias por região de interesse (RoI, do inglês Region of Interest),
a qual opera em paralelo às cabeças de classificação e regressão de caixas delimitadoras (He
et al., 2017). Seu módulo de alinhamento espacial (RoIAlign) elimina o erro de quantização e
garante a correspondência precisa entre os pixels da imagem original e as regiões extraídas. Essa
precisão torna o modelo adequado para tarefas de medição dimensional e inspeção de superfícies
metálicas (Liu et al., 2025; Rahman et al., 2024).

Em aplicações correlatas, estudos demonstraram a integração do Mask R-CNN na ins-
peção de corte de cabos no setor automotivo, com ganhos significativos frente a processos
determinísticos e limitações de modelos baseados em cor (Nikolic, 2024). Na inspeção de juntas
e terminais, abordagens com detecção baseada em propostas de região (region proposals) têm
sido empregadas para a análise visual de defeitos em conexões submetidas a crimpagem, o que
reforça a viabilidade do aprendizado profundo para inspeções elétrico-mecânicas (Jiang et al.,
2024).

Por outro lado, o YOLOv8-seg representa uma evolução ao incorporar uma cabeça de
segmentação unificada que mantém o processamento em tempo real (Jocher; Chaurasia; Qiu,
2023). Sua arquitetura baseada em convoluções acopladas e decodificador leve permite uma alta
taxa de quadros por segundo, sendo ideal para aplicações industriais com restrições temporais.
Comparações experimentais demonstram que o YOLOv8-seg atinge desempenho competitivo em
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métricas como mAP e IoU, superando o Mask R-CNN em velocidade de inferência e mantendo
acurácia próxima em cenários de inspeção visual (Garcia; Ponce; Ortega, 2024; Abdelrahman et
al., 2024).

Ambas as abordagens oferecem robustez superior aos métodos clássicos por apresentarem
resiliência a sobreposições, ruídos e variações geométricas. Estudos recentes corroboram que
tanto o Mask R-CNN quanto o YOLOv8-seg mantêm alto desempenho sob condições adversas,
incluindo variações de iluminação e presença de impurezas superficiais (Qiao; Veltrup; Mayer,
2025). Em particular, evidências indicam que o YOLOv8-seg apresenta melhor capacidade de
generalização em ambientes industriais dinâmicos, enquanto o Mask R-CNN se destaca em
cenários que exigem segmentação de alta precisão e detalhamento de contornos (Qiao; Veltrup;
Mayer, 2025).

2.5 TRABALHOS RELACIONADOS

A literatura científica recente destaca o avanço contínuo da aplicação de CNNs para a
inspeção visual automatizada em ambientes industriais. Revisões sistemáticas evidenciam o uso
consolidado de arquiteturas como Mask R-CNN e YOLO em tarefas de detecção de falhas e
segmentação de superfícies metálicas, as quais vêm substituindo abordagens tradicionais com
ganhos expressivos em acurácia e capacidade de generalização (Khanam et al., 2024; Rahman et
al., 2024).

Apesar do crescimento dessas aplicações, observa-se uma lacuna evidente na inspeção de
cabos transpostos continuamente (CTC). Consultas às principais bases de artigos acadêmicos
revelaram que a maioria dos estudos envolvendo esses condutores concentra-se em análises
térmicas e eletromagnéticas (Alsuhaibani et al., 2016). Não foram identificados trabalhos que
abordem a segmentação visual automatizada de fios em cabos CTC, o que reforça o caráter
inédito desta pesquisa, especialmente por sua aplicação em ambiente fabril real com dados
coletados diretamente da linha de produção.

No domínio de superfícies metálicas e fios, (Hou et al., 2020) aplicaram variações da
Mask R-CNN para a detecção de fissuras em cabos de sustentação, alcançando alta precisão em
condições adversas. De forma semelhante, a segmentação de cabos estaiados foi explorada em
(Liu et al., 2024), enquanto a inspeção de corte de cabos no setor automotivo demonstrou ganhos
práticos frente aos métodos clássicos (Nikolic, 2024). No mesmo contexto de alvos pequenos e
contornos pouco definidos, pesquisas em isoladores de linhas de transmissão combinaram mapas
de alta resolução e mecanismos de atenção para obter ganhos em objetos diminutos com bordas
difusas, cenário que guarda semelhança com a disposição justaposta dos fios nos cabos CTC (Lu
et al., 2024).

A problemática de segmentar objetos alongados e deformáveis, conhecidos como DLOs
(Deformable One-Dimensional Objects), é discutida em métodos que combinam CNNs com
técnicas de esqueletização para separar fios sobrepostos em tempo real (Caporali et al., 2022;
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Caporali et al., 2023). Na eletrônica, o desenvolvimento do modelo Y-MaskNet para segmentação
de falhas em placas de circuito impresso (PCBs) confirmou o valor da segmentação por instância
em ambientes com múltiplos elementos finos e reflexos metálicos (Guo et al., 2025).

Ainda no âmbito da alta complexidade visual, modelos híbridos baseados em convoluções
e mecanismos de atenção têm sido aplicados no monitoramento de defeitos durante a soldagem,
demonstrando capacidade de identificar padrões sutis sob ruído intenso (Qiu et al., 2025). Quanto
à comparação entre modelos, estudos recentes na inspeção de PCBs demonstram que redes de
um estágio, como o YOLOv8-seg, são mais rápidas, enquanto as de dois estágios, como a Mask
R-CNN, produzem máscaras mais precisas (Qiao; Veltrup; Mayer, 2025).

Dessa forma, a presente pesquisa contribui ao preencher a lacuna identificada, compa-
rando o desempenho da Mask R-CNN e do YOLOv8-seg em um cenário industrial especializado.
Os trabalhos correlatos validam a viabilidade técnica das abordagens adotadas e reforçam que a
combinação de segmentação detalhada com eficiência de inferência é o caminho ideal para a
inovação tecnológica no setor elétrico.

2.6 SÍNTESE DO CAPÍTULO

Este capítulo apresentou os fundamentos técnicos e científicos que sustentam o desenvol-
vimento do sistema de inspeção visual automatizada de cabos transpostos continuamente (CTC).
Foram discutidos os princípios construtivos dos cabos, as limitações das inspeções manuais e a
evolução das técnicas de visão computacional e aprendizado profundo aplicadas à detecção e
segmentação em ambientes industriais.

Esses fundamentos teóricos fornecem a base necessária para o capítulo seguinte, que
descreve a metodologia adotada para aquisição das imagens, anotação dos dados e treinamento
das redes neurais convolucionais utilizadas neste trabalho.
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3 METODOLOGIA

A metodologia proposta neste trabalho foi construída a partir da experiência prática
adquirida com o sistema de visão clássica já implementado em linha de produção industrial. Esse
sistema serviu como base validada para a transição ao uso de técnicas de aprendizado profundo,
permitindo comparar e evoluir as abordagens de inspeção.

Enquanto a visão clássica opera por meio de regras fixas e segmentação determinística,
como limiarização, filtros morfológicos e detecção de contornos, as redes neurais convolucionais
utilizam aprendizado supervisionado para extrair automaticamente padrões relevantes a partir de
dados anotados. Essa diferença conceitual torna as redes neurais mais adaptáveis a variações do
processo produtivo, permitindo lidar melhor com mudanças de iluminação, presença de ruídos e
novos tipos de defeitos, em contraste com a rigidez das técnicas convencionais.

Dessa forma, a metodologia deste trabalho combina o legado de uma solução conso-
lidada industrialmente com a exploração de arquiteturas modernas de aprendizado profundo,
estruturando-se em três etapas principais:

1. Preparação e anotação do conjunto de dados de imagens de cabos transpostos.

2. Treinamento e validação das arquiteturas Mask R-CNN e YOLOv8-seg.

3. Comparação de resultados entre as abordagens clássica e neural, avaliando métricas de
segmentação e desempenho computacional.

3.1 AQUISIÇÃO E PREPARAÇÃO DO CONJUNTO DE IMAGENS

As imagens utilizadas neste trabalho foram capturadas diretamente em ambiente indus-
trial, empregando uma câmera industrial sob iluminação ajustada para simular as condições
reais de operação da máquina transpositora. Buscou-se garantir diversidade no conjunto de
dados para representar variações típicas do processo, incluindo diferentes ângulos de captura,
variações de luminosidade e interferências visuais provenientes de reflexos da resina isolante
e do vidro protetor. O banco de dados final foi composto por 74 imagens rotuladas com uma
única classe denominada fio, totalizando centenas de instâncias de fios em diferentes condições
de transposição. As anotações foram realizadas manualmente na ferramenta Computer Vision

Annotation Tool (CVAT) e exportadas no formato Common Objects in Context (COCO) (Lin et
al., 2014), garantindo compatibilidade nativa com as bibliotecas PyTorch e Ultralytics.

A distribuição das imagens seguiu a mesma configuração para ambos os modelos, com
59 imagens destinadas ao conjunto de treinamento, 7 ao de validação e 8 ao de teste. Essa pro-
porção foi escolhida para maximizar a diversidade de exemplos no aprendizado supervisionado,
mantendo amostras representativas para a etapa de validação. Durante o pré-processamento, as
imagens originais em formato BMP, com resolução de 1280×720 pixels e três canais RGB, foram
redimensionadas para 640×640 pixels utilizando a estratégia de letterbox. Esse redimensiona-
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mento padronizado para ambas as arquiteturas permitiu uma comparação direta de desempenho
sob as mesmas condições de entrada, atendendo aos requisitos de memória da GPU NVIDIA
A100 de 80 GB utilizada nos experimentos.

3.2 ANOTAÇÃO DAS IMAGENS

Para viabilizar o treinamento supervisionado, as imagens foram anotadas manualmente
na ferramenta Computer Vision Annotation Tool (CVAT). Adotou-se a estratégia de segmentação
por instância, na qual cada fio visível no cabo transposto foi delimitado individualmente por
polígonos que acompanham o contorno exato de cada condutor. Diferentemente da segmentação
semântica, que agrupa todos os pixels de uma mesma categoria, a segmentação por instância
atribui um identificador exclusivo para cada objeto. Essa abordagem permite que os modelos de
aprendizado profundo distingam fios adjacentes e sobrepostos, mesmo pertencendo à mesma
classe denominada fio.

A Figura 11 exemplifica a rotulagem de um condutor isolado, evidenciando a precisão dos
pontos que compõem o polígono. Essa granularidade é fundamental não apenas para a segmenta-
ção, mas para possibilitar o uso futuro das coordenadas espaciais em medições dimensionais e
na análise do formato da transposição.

Figura 11 – Exemplo de anotação de uma instância individual (um fio) evidenciando o polígono
de segmentação.

Fonte: Do autor (2025).

Para validar a distinção entre instâncias da mesma categoria, utilizou-se a visualização
por cores distintas, conforme ilustrado na Figura 12. Embora todos os condutores pertençam à
classe única de fios, a atribuição de cores aleatórias pelo sistema de anotação evidencia que cada
elemento é tratado como uma entidade geométrica independente, o que facilita a interpretação
da separação dos objetos pela rede neural.
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Figura 12 – Segmentação múltipla evidenciando a separação individual de cada fio por meio de
cores distintas para representação das instâncias.

Fonte: Do autor (2025).

O processo de rotulagem resultou em 427 instâncias de fios distribuídas em 74 imagens.
As anotações foram exportadas no formato Common Objects in Context (COCO) através do
arquivo instances_default.json, o qual armazena as coordenadas dos polígonos, as catego-
rias e os metadados das imagens (Lin et al., 2014). A Figura 13 apresenta a interface de anotação
consolidada no CVAT. Nesta visualização, os objetos são exibidos com a cor padrão do rótulo
único (fio), mantendo a organização categórica necessária para a exportação e o treinamento dos
modelos.

Figura 13 – Interface de anotação no CVAT com o conjunto de instâncias exibidas pela cor do
rótulo único.

Fonte: Do autor (2025).

A etapa de anotação demonstrou-se crítica devido à geometria complexa dos cabos e
à necessidade de precisão nos limites de cada condutor. A decisão de priorizar a qualidade
das máscaras poligonais justifica-se pela necessidade de garantir a confiabilidade na extração
de características espaciais finas. Conforme ilustrado, a identificação individualizada é o que
permite ao sistema realizar a inspeção de qualidade de forma granular em cada componente da
transposição.
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3.3 ARQUITETURA DO SISTEMA

A arquitetura geral do sistema de inspeção é composta por dois módulos complemen-
tares: o sistema de visão clássica, atualmente em operação na linha de produção, e o módulo
experimental baseado em aprendizado profundo, o qual foi avaliado em ambiente de testes. Essa
estrutura permitiu comparar o desempenho entre ambas as abordagens utilizando imagens reais
capturadas sob condições industriais.

O sistema clássico é responsável pela aquisição e pelo armazenamento das imagens origi-
nais por meio de uma câmera industrial e iluminação controlada, o que garante a padronização
necessária ao processo de inspeção. O processamento é determinístico e executado em tempo
real, baseado em limiares e operações morfológicas, sendo utilizado para o monitoramento visual
da transposição dos cabos de cobre.

O módulo neural, por sua vez, foi desenvolvido de forma independente em ambiente de
simulação e empregou as mesmas imagens capturadas pelo sistema clássico. Essa etapa permitiu
avaliar o potencial das CNNs para a segmentação por instância dos fios e a detecção de anomalias
na transposição. Os experimentos foram conduzidos no ambiente Google Colab, utilizando uma
GPU NVIDIA A100 com 80 GB de memória de vídeo, processador Intel Xeon e 167 GB de
memória RAM, conforme os relatórios registrados nos notebooks de treinamento. O software
base incluiu as bibliotecas PyTorch e Ultralytics.

O fluxo simplificado do sistema é apresentado na Tabela 1, que detalha a relação entre os
módulos principais.

Tabela 1 – Fluxo simplificado da arquitetura do sistema de inspeção.

Bloco Função principal

Sistema clássico Captura e pré-processamento de imagens na linha de produção.

Armazenamento Registro e organização das imagens capturadas.

Módulo neural experimental Avaliação das redes Mask R-CNN e YOLOv8-seg para seg-
mentação.

Ambiente de execução Simulação em Google Colab com GPU A100 e bibliotecas de
aprendizado profundo.

Saída Máscaras segmentadas e métricas de desempenho comparati-
vas.

Fonte: Elaborado pelo autor (2025).

A integração entre os dois módulos possibilita avaliar o ganho de precisão e robustez
oferecido pelas arquiteturas neurais frente ao método tradicional. As seções seguintes detalham
os procedimentos de treinamento e as métricas utilizadas para a comparação de desempenho.
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3.4 ARQUITETURAS AVALIADAS

Neste trabalho foram avaliadas duas arquiteturas de redes neurais convolucionais voltadas
à segmentação por instância, implementadas e treinadas em ambiente Google Colab com o
framework PyTorch. Ambas são reconhecidas por sua robustez e eficiência em tarefas de detecção
e segmentação sob condições variáveis de iluminação e textura, características típicas do processo
de inspeção de cabos transpostos.

3.4.1 Mask R-CNN

A arquitetura Mask R-CNN consiste em uma extensão direta do modelo Faster R-CNN,
projetada para realizar simultaneamente a detecção de objetos e a segmentação por instância.
Sua estrutura opera em dois estágios e compõe-se de uma rede extratora de características,
denominada backbone, baseada em ResNet50 acoplada a um módulo de pirâmide de característi-
cas ou FPN (Feature Pyramid Network). O backbone atua na extração hierárquica de atributos
visuais, identificando desde bordas simples até padrões complexos, enquanto a FPN assegura a
invariância de escala, permitindo que o sistema detecte fios com diferentes dimensões aparentes
na imagem.

Sobre as regiões de interesse propostas pela rede, o modelo executa duas operações
paralelas. A primeira ramificação realiza a classificação e a regressão das coordenadas das caixas
delimitadoras, enquanto a segunda gera máscaras binárias que realizam a delimitação espacial
precisa do objeto em nível de pixel. Para otimizar o processo de aprendizado e reduzir o tempo
de convergência, adotou-se a estratégia de transferência de aprendizado (transfer learning). O
modelo foi inicializado com pesos pré-treinados no conjunto de dados MS COCO, o que permitiu
aproveitar a capacidade de extração de características já consolidada em uma base genérica de
objetos. Posteriormente, aplicou-se o ajuste fino (fine-tuning) para adaptar os pesos da rede ao
domínio específico dos cabos transpostos, utilizando as imagens redimensionadas para 640×640
pixels.

O treinamento foi conduzido por 50 épocas com o uso do otimizador AdamW. A escolha
desse algoritmo justifica-se por sua capacidade de desacoplar o decaimento de peso (weight

decay) da atualização do gradiente, o que melhora a regularização do modelo e previne a
convergência prematura em mínimos locais. A taxa de aprendizado inicial foi configurada em
1× 10−4 (0,0001), com tamanho de lote (batch size) de 2 imagens, restrição imposta pela
demanda de memória da GPU para processar os gradientes da arquitetura de dois estágios.

A garantia da capacidade de generalização e a ausência de sobreajuste (overfitting) foram
validadas pelo monitoramento comparativo entre as curvas de perda de treinamento e validação.
A estabilização simultânea dessas métricas indicou que a rede aprendeu os padrões estruturais
dos fios sem memorizar o ruído dos dados de treino. De forma complementar, realizou-se a
inspeção visual das máscaras em amostras de teste para confirmar a coerência geométrica das
segmentações geradas.
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As métricas finais de desempenho foram obtidas por meio da API COCOeval, aplicando-
se o modelo treinado ao conjunto de teste independente. Essa etapa teve como objetivo validar a
capacidade de generalização da rede frente a dados inéditos, mensurando tanto a precisão média
(mAP) em diferentes limiares de IoU quanto a latência de inferência. A análise quantitativa
desses indicadores e a discussão sobre a viabilidade técnica da abordagem são apresentadas
detalhadamente no Capítulo de Resultados.

3.4.2 YOLOv8-seg

O modelo YOLOv8-seg representa a oitava geração da família YOLO e distingue-se por
ser uma arquitetura de estágio único (one-stage). Diferentemente do Mask R-CNN, que opera em
etapas sequenciais de proposta de região e posterior refinamento, o YOLO processa a imagem
globalmente em uma única passagem de inferência. Essa característica permite que a detecção, a
classificação e a segmentação ocorram de forma simultânea, otimizando o fluxo de dados para
aplicações que exigem resposta imediata.

A arquitetura interna utilizada foi a variação yolov8m-seg (médio), que atua como um
ponto de equilíbrio entre modelos muito leves (mas menos precisos) e modelos muito grandes
(lentos). Sua estrutura baseia-se no backbone CSPDarknet aprimorado com módulos C2f. Em
termos técnicos, esses módulos são projetados para enriquecer o fluxo de informações durante
o aprendizado, permitindo que a rede capture características complexas dos fios sem aumentar
excessivamente o custo computacional. Ao todo, a rede compõe-se de 191 camadas e 27,2
milhões de parâmetros, totalizando 104,7 GFLOPs.

A implementação utilizou a biblioteca Ultralytics (versão 8.3.247) e seguiu rigorosamente
os parâmetros de paridade com o experimento anterior. O modelo foi inicializado com pesos
pré-treinados, aproveitando o conhecimento visual genérico da base COCO, e submetido ao
ajuste fino (fine-tuning) para o domínio dos cabos. O treinamento ocorreu ao longo de 50 épocas
com o otimizador AdamW, configurado com taxa de aprendizado inicial de 1×10−4 (0,0001) e
tamanho de lote de 2 imagens. Essa configuração de lote reduzida foi mantida para garantir que
ambos os modelos fossem comparados sob as mesmas restrições de memória da GPU.

Durante o processo de aprendizado, as métricas de validação foram monitoradas con-
tinuamente para assegurar a convergência e evitar o sobreajuste. Observou-se uma evolução
consistente da função de perda, atingindo a estabilidade necessária antes do término das épocas
previstas. A validação final de desempenho, envolvendo métricas de precisão (mAP) e tempo de
inferência sobre dados inéditos, é objeto da análise comparativa apresentada no Capítulo 4.

Para garantir a reprodutibilidade dos experimentos e permitir uma comparação justa entre
as arquiteturas, foram fixados rigorosamente os hiperparâmetros de treinamento. A Tabela 2
detalha a configuração final adotada para ambos os modelos, evidenciando as diferenças arquite-
turais (número de parâmetros) e as semelhanças impostas ao processo de otimização (mesmo
número de épocas, otimizador e tamanho de lote).
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Tabela 2 – Resumo das configurações experimentais e hiperparâmetros (alinhamento forçado).

Configuração Mask R-CNN YOLOv8-seg

Variante do Modelo ResNet50-FPN YOLOv8m-seg (Medium)

Pesos Iniciais Pré-treinado (COCO) Pré-treinado (COCO)

Total de Parâmetros ≈ 43,7 Milhões ≈ 27,2 Milhões

Resolução de Entrada 640 × 640 px 640 × 640 px

Otimizador AdamW AdamW
Learning Rate (LR) 1×10−4 1×10−4

Weight Decay 1×10−4 1×10−4

Batch Size 2 2

Épocas 50 50

Scheduler / Warmup Nenhum Desativado (cos_lr=False)

Fonte: Elaborado pelo autor com base nos experimentos (2025).

Esta padronização experimental assegura que as diferenças de desempenho observadas
no próximo capítulo sejam decorrentes exclusivamente da eficiência das arquiteturas, e não de
variações aleatórias no processo de treinamento.

3.5 ASPECTOS TÉCNICOS DO TREINAMENTO

Para garantir a reprodutibilidade dos experimentos e a estabilidade da convergência, foram
adotadas configurações específicas de processamento de dados e funções de custo, adequadas à
natureza do conjunto de dados reduzido (74 imagens).

3.5.1 Tratamento de Dados e Augmentação

Devido à limitação quantitativa do conjunto de amostras, o comportamento dos modelos
em relação à variabilidade dos dados foi distinto. No caso do Mask R-CNN, o treinamento
utilizou as imagens originais redimensionadas, preservando as características nativas de captura.
Essa abordagem conservadora serviu como linha de base (baseline) para avaliar o aprendizado
com dados brutos.

Em contrapartida, o treinamento do YOLOv8-seg beneficiou-se do pipeline de aumento de
dados (data augmentation) nativo da biblioteca Ultralytics, ativado por padrão. Esse mecanismo
aplica, em tempo de execução (online), transformações como o Mosaic (composição de quatro
imagens em uma grade) e variações fotométricas de saturação e brilho. O uso desses recursos
intrínsecos à arquitetura moderna do YOLO foi fundamental para evitar o sobreajuste prematuro,
expondo a rede a uma variabilidade sintética de cenários sem a necessidade de expansão manual
do banco de imagens.
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3.5.2 Definição das Funções de Perda

O aprendizado supervisionado foi guiado pela minimização de funções de custo multita-
refa, responsáveis por penalizar os erros de predição a cada época.

Para o Mask R-CNN, a perda total é composta pela soma de quatro termos, conforme
Equação 2:

Ltotal = Lcls +Lbox +Lmask +Lrpn (2)

Onde Lcls e Lbox ajustam a classificação e localização, Lrpn refina as propostas de região e Lmask

calcula a entropia cruzada binária pixel a pixel para a segmentação.
Para o YOLOv8-seg, a função de perda integra três componentes otimizados para

inferência de estágio único:

• Box Loss (Lbox): Emprega a métrica CIoU (Complete Intersection over Union) para
otimizar a sobreposição geométrica das caixas.

• Cls Loss (Lcls): Utiliza Entropia Cruzada Binária (BCE) para a confiança da classe.

• Seg Loss (Lseg): Aplica uma perda focal sobre as máscaras, priorizando o aprendizado
de pixels de borda difíceis de segmentar.

O comportamento dinâmico dessas perdas e a análise de convergência são apresentados
detalhadamente no Capítulo de Resultados.

3.6 MÉTRICAS E CRITÉRIOS DE AVALIAÇÃO

Para quantificar o desempenho dos modelos comparados, adotou-se o protocolo de
avaliação padrão do dataset MS COCO, amplamente aceito na literatura de segmentação por
instância. A avaliação baseou-se na comparação entre as máscaras preditas pelos modelos e as
anotações manuais consideradas verdade terrestre (ground-truth).

3.6.1 Métricas de Precisão e Segmentação

A métrica principal utilizada foi a Precisão Média (Average Precision — AP), calculada
sobre diferentes limiares de Interseção sobre União (IoU). O IoU mensura a superposição
geométrica entre a máscara predita (A) e a máscara real (B), conforme a Equação 3:

IoU =
|A∩B|
|A∪B|

(3)

Neste trabalho, são reportadas as seguintes métricas derivadas:

• mAP@0.5: Precisão média considerando um limiar de IoU de 0,5. Indica a capacidade
do modelo em detectar corretamente a presença e a localização aproximada do fio.
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• mAP@0.5:0.95: Métrica mais rigorosa, que calcula a média da precisão para limiares de
IoU variando de 0,5 a 0,95 (em passos de 0,05). Esta métrica penaliza máscaras que não
delineiam perfeitamente os contornos dos fios.

• Precisão (P) e Revocação (R): Utilizadas para avaliar, respectivamente, a confiabilidade
das detecções positivas e a capacidade do modelo em não omitir fios presentes na imagem.

3.6.2 Eficiência Computacional e Análise Qualitativa

Além da acurácia, a viabilidade industrial foi avaliada por meio da eficiência computaci-
onal. Registrou-se a latência média de inferência (em milissegundos) e a taxa de processamento
(throughput, em FPS) utilizando a GPU A100, permitindo estimar a adequação de cada arquite-
tura aos requisitos de tempo de ciclo da linha de produção.

De forma complementar, conduziu-se uma análise qualitativa baseada na inspeção visual
das máscaras geradas no conjunto de teste. Esse critério subjetivo focou na verificação da
suavidade dos contornos, na fidelidade da separação entre fios adjacentes e no comportamento
dos modelos em regiões de sobreposição crítica (transposição), onde as métricas numéricas
isoladas podem não refletir integralmente a qualidade da segmentação necessária para medições
dimensionais futuras.

3.7 SÍNTESE DO CAPÍTULO

Neste capítulo, detalhou-se a estrutura metodológica desenvolvida para a inspeção visual
automatizada de cabos transpostos. O percurso abrangeu desde a anotação rigorosa das instâncias
e a preparação do dataset até a implementação das arquiteturas Mask R-CNN e YOLOv8-seg,
justificando as escolhas de otimizadores e as estratégias de aumento de dados adotadas para
mitigar a escassez de amostras. Definiram-se, ainda, os critérios matemáticos de avaliação e
as métricas de desempenho que balizarão a análise comparativa. Esta fundamentação técnica
prepara o terreno para o Capítulo 4, onde serão apresentados os resultados experimentais, os
gráficos de convergência e a discussão crítica sobre a viabilidade industrial de cada abordagem.
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4 RESULTADOS E DISCUSSÃO

Este capítulo apresenta e discute os resultados experimentais obtidos com a aplicação
das arquiteturas Mask R-CNN e YOLOv8-seg na segmentação de fios em cabos transpostos.
O objetivo central é validar o desempenho dessas redes neurais em comparação ao sistema
clássico de visão computacional, estabelecido aqui como linha de base (baseline). A análise
estrutura-se em três eixos principais: avaliação quantitativa das métricas de precisão e erro;
inspeção qualitativa da fidelidade das máscaras geradas; e verificação da eficiência computacional
(latência), visando determinar o potencial de integração dessas soluções ao processo de inspeção
industrial em tempo real.

4.1 RESULTADOS PRÉVIOS COM VISÃO CLÁSSICA

Antes da implementação das redes neurais, a inspeção automática dos cabos transpostos
era realizada exclusivamente por técnicas clássicas de visão computacional, baseadas em algorit-
mos de limiarização, detecção de bordas e operações morfológicas. Essa abordagem, validada
industrialmente, serviu como base comparativa (baseline) para este estudo.

O sistema legado apresentou desempenho satisfatório como primeira barreira de qua-
lidade, alcançando tempo médio de processamento de aproximadamente 100 ms por imagem.
Entretanto, durante a operação contínua, foram mapeadas limitações críticas:

• Dependência de condições controladas: O funcionamento mostrou-se robusto apenas
sob iluminação e contraste ideais.

• Instabilidade em cenários adversos: A presença de resina superficial, variações súbitas
de luminosidade ou reflexos metálicos intensos resultaram em erros de segmentação e
aumento da taxa de falsos positivos.

• Ausência de granularidade: O sistema limitava-se a detectar defeitos globais, sem capa-
cidade de individualizar os fios ou identificar falhas sutis na geometria da transposição.

Para ilustrar a capacidade operacional e as restrições deste método, apresentam-se dois
cenários típicos de chão de fábrica. A Figura 14 exibe um caso de aprovação, onde a geometria
global do cabo respeita os limiares de linearidade e espessura definidos, sem que o sistema
consiga, no entanto, validar a integridade individual de cada condutor.

Figura 14 – Exemplo de inspeção aprovada pelo sistema clássico: a validação ocorre por análise
global da geometria, sem distinção dos fios individuais.

Fonte: Elaborado pelo autor (2025).
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Em contrapartida, a Figura 15 demonstra um caso de reprovação correta. Nota-se que
o sistema clássico identifica a falha não pela contagem de fios ou pela análise da transposição,
mas sim pela detecção de uma anomalia macroscópica no contorno (indicada pelo retângulo
vermelho). Embora eficaz para falhas grosseiras, essa abordagem binária (Passa/Não-Passa) falha
em fornecer diagnósticos detalhados sobre a natureza do defeito.

Figura 15 – Exemplo de reprovação pelo sistema clássico: a falha é identificada por violação de
limiares de contorno (destaque em vermelho), sem diagnóstico específico da causa.

Fonte: Elaborado pelo autor (2025).

Apesar das restrições de diagnóstico, a visão clássica consolidou a base experimental
necessária para o desenvolvimento das abordagens com aprendizado profundo. A introdução das
CNNs demonstrou superioridade técnica ao superar justamente as limitações visíveis nas figuras
acima: permitindo a segmentação por instância (fios individuais) e a detecção de padrões não
lineares imperceptíveis aos métodos determinísticos.

A Tabela 3 sintetiza a comparação estrutural e de desempenho entre a abordagem clássica
e as redes neurais avaliadas.

Tabela 3 – Comparação entre visão clássica e redes neurais para inspeção de cabos transpostos.

Critério Visão Clássica Redes Neurais (Propostas)

Tempo médio/img ∼100 ms ∼29,8 ms (Mask R-CNN)
∼14,8 ms (YOLOv8-seg)

Separação de fios Não (segmentação global) Sim (segmentação por instância)

Robustez Limitada (sensível a luz) Elevada (aprendizado supervisio-
nado)

Detalhamento Moderado Alto (contornos precisos e múlti-
plos objetos)

Status Implantado (Legado) Validação Experimental / MVP

Fonte: Elaborado pelo autor com base nos experimentos (2025).

Diante das restrições operacionais identificadas no método clássico, torna-se pertinente
investigar se abordagens baseadas em aprendizado profundo podem superar tais limitações.
Assim, a análise a seguir concentra-se nos resultados experimentais das redes Mask R-CNN
e YOLOv8-seg, buscando quantificar o desempenho dessas arquiteturas frente aos desafios de
robustez e granularidade mapeados na linha de base.
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4.2 MÉTRICAS DE SEGMENTAÇÃO

Para garantir a isenção da avaliação e comprovar a capacidade de generalização dos
modelos, as métricas finais foram calculadas exclusivamente sobre o conjunto de teste. Estas
amostras foram mantidas isoladas durante todo o processo de treinamento, assegurando que os
resultados reflitam o comportamento do sistema diante de dados inéditos.

A avaliação quantitativa seguiu o protocolo padrão da competição MS COCO, utilizando
as métricas:

• mAP@0.5 (Mean Average Precision): Precisão média considerando um limiar de IoU
de 0,5. Indica a confiabilidade do modelo em detectar a presença e localização correta
dos fios.

• mAP@0.5:0.95: Métrica combinada que penaliza imprecisões no ajuste fino da máscara,
oferecendo uma visão rigorosa da qualidade do contorno.

• Revocação Média (Average Recall - AR): Capacidade do modelo em recuperar todas as
instâncias de fios presentes na imagem, minimizando falsos negativos.

A Tabela 4 apresenta os resultados comparativos obtidos.

Tabela 4 – Desempenho comparativo no conjunto de teste (dados inéditos).

Modelo mAP@0.5 mAP@0.5:0.95 Recall (AR)

Mask R-CNN 0,970 0,606 0,640

YOLOv8-seg 0,977 0,663 0,950

Fonte: Elaborado pelo autor (2025).

A análise dos dados revela que ambas as arquiteturas atingiram níveis de excelência
na detecção (mAP@0.5 acima de 0,97), confirmando a viabilidade da abordagem. No entanto,
o YOLOv8-seg demonstrou superioridade significativa na métrica de revocação (0,950 contra
0,640).

Esse resultado indica que a arquitetura de estágio único foi mais eficaz em recuperar
a totalidade dos fios compondo o cabo, minimizando a ocorrência de falsos negativos. Em
um contexto de inspeção industrial, essa característica é prioritária, pois garante que falhas ou
ausências de material não passem despercebidas pelo controle de qualidade. O Mask R-CNN,
embora preciso naquilo que detecta, apresentou uma tendência mais conservadora, omitindo
algumas instâncias em regiões de maior complexidade visual.

4.3 ANÁLISE QUALITATIVA

Para complementar a avaliação numérica, conduziu-se uma inspeção visual detalhada
das máscaras geradas no conjunto de teste. O objetivo desta etapa foi verificar como os valores
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das métricas globais se traduzem na qualidade física da segmentação, observando critérios como
a suavidade dos contornos, a aderência da máscara à geometria real e a continuidade dos objetos
detectados.

Inicialmente, estabelece-se a base de comparação. A Figura 16 apresenta a máscara de
referência (gabarito) anotada manualmente para a amostra selecionada. Esta imagem representa
o alvo ideal, onde todos os fios estão perfeitamente delineados e contínuos, servindo de base
para o aprendizado supervisionado.

Figura 16 – Máscara de referência (Gabarito) da amostra de teste.

Fonte: Elaborado pelo autor (2025).

A Figura 17 exibe o resultado obtido pelo modelo Mask R-CNN. Observa-se que a
arquitetura produziu contornos de alta fidelidade geométrica, muito próximos à referência, o
que resultou em um IoU elevado de 0,789. No entanto, uma inspeção atenta, destacada na cor
vermelha, revela uma tendência à fragmentação de instâncias. Em determinados pontos, o modelo
interpreta um fio contínuo como dois segmentos distintos, gerando interrupções na máscara. Isso
indica que, apesar da precisão local superior, a rede de dois estágios pode perder a coerência
topológica em objetos longos e finos.

Figura 17 – Predição do Mask R-CNN (IoU: 0,789). Nota-se a alta precisão de borda, porém
com fragmentação do fio.

Fonte: Elaborado pelo autor (2025).

Em contrapartida, a Figura 18 apresenta o resultado do modelo YOLOv8-seg. O modelo
de estágio único demonstrou maior robustez na integridade dos objetos, preservando a conti-
nuidade dos fios sem as interrupções observadas no concorrente. Embora apresente um IoU
inferior (0,687), refletindo bordas levemente mais dilatadas ou menos suavizadas (na cor azul), o
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YOLOv8-seg compensa com uma cobertura consistente. O modelo garante que o condutor seja
detectado como um elemento único do início ao fim, característica essencial para evitar falsos
negativos em falhas superficiais.

Figura 18 – Predição do YOLOv8-seg (IoU: 0,687). Observa-se a continuidade robusta do
objeto, apesar das bordas menos suavizadas.

Fonte: Elaborado pelo autor (2025).

Em síntese, a análise qualitativa aponta uma clara relação de compromisso para a aplica-
ção industrial. O Mask R-CNN oferece o refinamento de borda ideal para medições de calibração,
mas sofre com quebras de conectividade. Já o YOLOv8-seg prioriza a coesão do objeto, caracte-
rística crítica para a inspeção em linha, onde garantir a detecção ininterrupta do fio é prioritário
sobre a perfeição milimétrica do contorno.

4.4 TEMPO DE TREINAMENTO E INFERÊNCIA

A eficiência computacional é um requisito mandatório para a viabilidade da inspeção em
linhas de produção de alta velocidade. Para quantificar esse desempenho, foram monitorados
o tempo total de convergência do treinamento, a latência média de inferência por imagem (no
conjunto de teste) e a ocupação máxima de memória da GPU.

A Tabela 5 sumariza os resultados obtidos. Ressalta-se que ambos os modelos foram
treinados sob as mesmas restrições de hardware e tamanho de lote (Batch=2) para garantir a
paridade experimental.

Tabela 5 – Comparativo de desempenho computacional (Treinamento e Inferência).

Modelo Treino (min) Inferência (ms) Memória (Estimada)

Mask R-CNN 6,2 29,8 (≈ 33 FPS) ∼ 2,0 GB

YOLOv8-seg 1,3 14,8 (≈ 67 FPS) ∼ 2,5 GB

Fonte: Elaborado pelo autor (2025).

A dinâmica do aprendizado foi avaliada por meio das curvas de minimização da função
de perda (loss), apresentadas nas Figuras 19 e 20. É importante salientar que os valores absolutos
das perdas não são diretamente comparáveis entre as arquiteturas, visto que utilizam formulações
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matemáticas distintas (perda multitarefa no R-CNN versus perda composta CIoU/DFL no
YOLO). A análise foca, portanto, no comportamento da convergência.

Figura 19 – Evolução da função de perda durante o treinamento do modelo Mask R-CNN.

Fonte: Elaborado pelo autor (2025).

Figura 20 – Evolução da função de perda durante o treinamento do modelo YOLOv8-seg.

Fonte: Elaborado pelo autor (2025).

A análise das curvas permite as seguintes observações técnicas:

• Estabilidade (Mask R-CNN): O modelo apresentou uma redução progressiva e suave
do erro ao longo das 50 épocas (Figura 19). A ausência de oscilações abruptas ou
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divergências sugere que a taxa de aprendizado (1×10−4) foi adequada para o otimizador,
garantindo estabilidade numérica durante o ajuste dos pesos da backbone ResNet50.

• Convergência Acelerada (YOLOv8-seg): O modelo de estágio único demonstrou uma
queda acentuada da perda já nas primeiras 10 épocas (Figura 20), atingindo um platô
de estabilidade (convergência) mais rapidamente que o concorrente. Esse comporta-
mento é característico da arquitetura YOLO, otimizada para maximizar o aprendizado de
características espaciais com menor custo computacional.

Conclui-se que o YOLOv8-seg apresentou uma eficiência operacional superior, com
tempo de treinamento aproximadamente cinco vezes menor e o dobro da taxa de quadros por
segundo (FPS) em comparação ao Mask R-CNN. Embora mais lento, o Mask R-CNN manteve
um comportamento de aprendizado consistente, validando sua utilidade para cenários onde o
tempo de processamento não é a restrição primária, mas sim a estabilidade da segmentação.

4.5 ANÁLISE DE SENSIBILIDADE E ROBUSTEZ

Para além das métricas globais, a validação de um sistema industrial exige a compreensão
de seu comportamento em nível granular (pixel a pixel) e sua estabilidade frente a variações nas
condições de entrada. Esta seção apresenta uma análise aprofundada baseada nas matrizes de
confusão e na sensibilidade dos modelos à resolução da imagem.

4.5.1 Classificação Pixel a Pixel

Enquanto o mAP avalia a detecção do objeto, a matriz de confusão permite analisar a
precisão semântica da máscara, quantificando os erros de classificação entre "Fundo"e "Fio". A
Figura 21 ilustra os resultados normalizados obtidos no conjunto de teste.



51

Figura 21 – Matrizes de confusão normalizadas (Pixel-wise) no conjunto de teste.

(a) Mask R-CNN (b) YOLOv8-seg

Fonte: Elaborado pelo autor (2025).

A análise das matrizes corrobora as observações qualitativas da seção anterior. O Mask
R-CNN (Fig. 21a) apresenta uma taxa de falsos positivos marginalmente menor, reflexo de sua
segmentação mais conservadora e precisa nas bordas. Por outro lado, o YOLOv8-seg (Fig. 21b)
tende a apresentar uma taxa superior de verdadeiros positivos na classe "Fio", confirmando
sua maior capacidade de cobertura (Recall), ainda que isso implique em uma leve dilatação da
máscara sobre o fundo (falsos positivos de borda).

4.5.2 Impacto da Resolução na Latência e Precisão

Em cenários industriais, a resolução da câmera pode variar conforme a necessidade
de campo de visão ou detalhamento. A Figura 22 apresenta como a latência de inferência e a
precisão (IoU) dos modelos reagem à variação da resolução de entrada.
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Figura 22 – Análise de sensibilidade à resolução de entrada.

(a) Latência vs. Resolução

(b) IoU vs. Resolução

Fonte: Elaborado pelo autor (2025).

A curva de latência (Fig. 22a) evidencia uma distinção crítica de escalabilidade. O Mask
R-CNN exibe um crescimento não linear do tempo de processamento à medida que a resolução
aumenta. Esse comportamento deve-se à arquitetura de dois estágios: resoluções maiores geram
um número exponencialmente maior de propostas na Region Proposal Network (RPN), elevando
a carga computacional. Em contraste, o YOLOv8-seg mantém uma curva de latência quase plana
e previsível, demonstrando a eficiência de sua arquitetura totalmente convolucional, que escala
linearmente com a grade de entrada.

Em termos de precisão (Fig. 22b), nota-se que o IoU do Mask R-CNN tende a se
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beneficiar de resoluções mais altas, atingindo um pico de desempenho onde o detalhamento fino
das bordas é maximizado. O YOLOv8-seg apresenta um comportamento mais estável, operando
com eficiência próxima ao seu máximo mesmo em resoluções intermediárias (como 640x640
pixels).

Essa análise de sensibilidade conclui que o YOLOv8-seg é a escolha mais robusta para
sistemas embarcados ou com restrições de hardware variável, enquanto o Mask R-CNN justifica
seu custo computacional apenas em cenários onde a resolução de entrada possa ser mantida
elevada e constante para extrair o máximo de precisão geométrica.

4.6 AJUSTE DE HIPERPARÂMETROS

A calibração do limiar de confiança (confidence threshold) constitui uma etapa crítica para
a implantação de modelos de visão computacional em ambiente industrial. Este hiperparâmetro
atua como um filtro de decisão, determinando a probabilidade mínima para que uma detecção
seja considerada válida. O ajuste incorreto pode levar a dois extremos indesejados: o excesso de
ruído (falsos positivos) em limiares muito baixos ou a perda de detecções reais (falsos negativos)
em limiares excessivamente restritivos.

A métrica F1-Score, sendo a média harmônica entre Precisão e Revocação (Recall),
resume esse equilíbrio. A Figura 23 apresenta a variação do F1-Score em função do limiar de
confiança para as arquiteturas avaliadas no conjunto de teste.

Figura 23 – Curva de F1-Score em função do limiar de confiança.

Fonte: Elaborado pelo autor (2025).

A análise das curvas permite identificar o ponto ótimo de operação para cada modelo:

• Mask R-CNN: Observa-se que o modelo mantém um desempenho relativamente estável
ao longo de uma ampla faixa de limiares. Sua arquitetura de dois estágios, que pré-
filtra candidatos na Region Proposal Network (RPN) antes da classificação final, tende
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a produzir pontuações de confiança mais calibradas. Isso resulta em uma curva de
F1 com platô mais extenso, indicando que o modelo é menos sensível a pequenas
variações no ajuste do limiar, facilitando sua configuração sem riscos abruptos de perda
de desempenho.

• YOLOv8-seg: O modelo apresenta um comportamento característico de pico. A curva
de F1 atinge seu valor máximo (aproximadamente 0.539) quando o limiar de confiança é
ajustado próximo a 0.55. Valores abaixo desse ponto penalizam a precisão (muitos falsos
positivos), enquanto valores acima degradam rapidamente o Recall. Esse perfil exige uma
calibração mais fina, porém, quando ajustado corretamente no ponto ótimo, o modelo
entrega sua máxima eficiência de segmentação.

Análise Comparativa: Essa comparação evidencia que, embora o Mask R-CNN ofereça
maior tolerância a ajustes subótimos, o YOLOv8-seg permite atingir picos de performance
superiores quando operado em seu limiar ideal de confiança. Para a aplicação proposta de
inspeção de cabos, definiu-se o limiar operacional em 0,55, garantindo o melhor compromisso
entre a detecção de falhas e a supressão de alarmes falsos.

4.7 DISCUSSÃO DOS RESULTADOS

Os resultados obtidos demonstram que as arquiteturas Mask R-CNN e YOLOv8-seg são
capazes de realizar a segmentação individual dos fios de forma precisa e estável, apresentando
características complementares. O YOLOv8-seg destacou-se pela eficiência computacional
e pela velocidade de processamento, fatores determinantes para sua aplicação em ambientes
industriais de inspeção em linha. A arquitetura Mask R-CNN apresentou melhor regularidade nos
contornos e maior precisão local, sendo mais adequada para análises de calibração e diagnósticos
detalhados.

Esses achados estão em concordância com a literatura recente sobre inspeção automa-
tizada e visão computacional aplicada a sistemas industriais. Modelos baseados em propostas
de região oferecem acurácia espacial mais elevada, enquanto arquiteturas unificadas priorizam
desempenho e robustez sob restrições computacionais (He et al., 2017; Wang et al., 2024). Essa
diferença estrutural refletiu-se diretamente nas métricas observadas neste estudo, onde o Mask
R-CNN alcançou uma pontuação máxima de 0,566 com limiar de 0,25, o que proporciona
controle mais refinado sobre regiões complexas. Em contrapartida, o YOLOv8-seg atingiu 0,539
com um limiar operacional mais robusto de 0,55, mantendo desempenho consistente mesmo sob
variações de iluminação.

Os resultados também estão alinhados com as conclusões de que o avanço das tecno-
logias de visão computacional substitui com vantagem os métodos tradicionais baseados em
limiarização e análise morfológica (Ji; Luo; Luo, 2025). No presente trabalho, a combinação
de câmera industrial e iluminação direcionada viabilizou a separação das instâncias mesmo
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com variações sutis de reflexão e presença de resina nos condutores metálicos. A consistência
obtida nas capturas confirma a importância do controle fotométrico e da estabilidade geométrica
durante a aquisição para a reprodutibilidade das segmentações (van EE; ERKELENS, 1996).

A comparação prática entre as abordagens confirma que o uso de redes da família YOLO
em inspeção automatizada de cabos gera ganhos expressivos de confiabilidade e redução de
tempo de processamento (Ceylan et al., 2025). Tais resultados reforçam que soluções baseadas
em aprendizado profundo ampliam a previsibilidade do controle de qualidade e permitem análises
contínuas integradas aos processos produtivos. Do ponto de vista da aplicabilidade, o YOLOv8-
seg demonstrou viabilidade direta para integração em sistemas de inspeção em linha devido à
baixa latência, enquanto o Mask R-CNN mostrou-se mais apropriado para análises laboratoriais
devido ao custo computacional elevado.

A análise evidencia como a escolha da arquitetura influencia o equilíbrio entre precisão
e desempenho. O Mask R-CNN, ao empregar a combinação de rede de base ResNet50 e rede
piramidal de características, mostrou capacidade superior de detalhamento e suavização dos
contornos (Liu et al., 2025; Qiao; Veltrup; Mayer, 2025). Já o YOLOv8-seg, com estrutura
monolítica baseada em blocos C2f, demonstrou desempenho mais estável em alta taxa de
quadros (Garcia; Ponce; Ortega, 2024). Por fim, a utilização da GPU NVIDIA A100 demonstrou
que a aceleração por hardware e futuras otimizações de quantização podem reduzir ainda mais a
latência industrial (Luo et al., 2024). Os resultados positivos com a segmentação dos fios abrem
oportunidades para expandir o escopo para a detecção de emendas e irregularidades na geometria
da transposição.

4.8 SÍNTESE DO CAPÍTULO

Os resultados obtidos neste trabalho confirmam a hipótese inicial de que sistemas de visão
baseados em redes neurais convolucionais superam as limitações dos métodos determinísticos
em termos de robustez e detalhamento geométrico. A transição de um sistema clássico para uma
abordagem orientada por aprendizado de máquina resultou em ganhos expressivos de precisão,
estabilidade e autonomia, evidenciando que a inspeção automatizada de cabos transpostos é
uma alternativa tecnicamente viável e alinhada às tendências atuais de manufatura inteligente e
controle de qualidade digital.

De forma consistente, os experimentos demonstraram que a arquitetura YOLOv8-seg
representa a alternativa mais promissora para aplicações industriais de inspeção automática.
O modelo apresentou maior revocação, bom equilíbrio entre precisão e velocidade e latência
compatível com sistemas de produção em linha, confirmando sua adequação ao contexto prático
do processo estudado.

O Mask R-CNN, por sua vez, manteve relevância como abordagem complementar,
especialmente em análises laboratoriais e etapas de calibração, nas quais o detalhamento dos
contornos e a separação precisa entre fios são fatores prioritários. Assim, as duas arquiteturas se
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mostraram complementares, visto que o YOLOv8-seg destacou-se pela eficiência operacional e
escalabilidade, enquanto o Mask R-CNN sobressaiu pela fidelidade estrutural e pela capacidade
de análise minuciosa em condições controladas.

As evidências apresentadas consolidam a viabilidade do uso de redes neurais convoluci-
onais como alternativa aos sistemas clássicos de visão, demonstrando maturidade tecnológica
suficiente para aplicações industriais. Além disso, o desempenho alcançado sugere que, com
o uso de hardwares mais potentes ou dedicados, como a GPU NVIDIA A100 ou dispositivos
de inferência embarcados, é possível atingir processamento em tempo real e expandir a aplica-
ção dessas arquiteturas para outras tarefas de segmentação, como a identificação de emendas,
deformações e falhas superficiais nos cabos.

Em conjunto, os resultados apresentados neste capítulo reforçam o potencial das arqui-
teturas baseadas em aprendizado profundo para transformar o processo de inspeção de cabos
transpostos, proporcionando maior confiabilidade, padronização e eficiência à inspeção visual
automatizada.
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5 CONSIDERAÇÕES FINAIS

Este capítulo apresenta as conclusões gerais do estudo, suas contribuições técnicas e
científicas, as limitações identificadas e as perspectivas de continuidade do trabalho, com foco
na evolução da inspeção visual automatizada de cabos transpostos continuamente (CTC) por
meio de técnicas de visão computacional e inteligência artificial.

5.1 CONCLUSÕES GERAIS

O presente trabalho cumpriu o objetivo de desenvolver uma solução automatizada para
a inspeção visual de cabos transpostos, focada na segmentação individual de fios por meio de
redes neurais convolucionais. A investigação confirmou que a transição dos métodos de visão
computacional clássica para abordagens baseadas em aprendizado profundo mitiga as limitações
de sensibilidade fotométrica e a dependência de ajustes manuais de limiarização, fatores que
restringiam a eficácia do sistema anterior em ambientes industriais dinâmicos.

A superioridade técnica das arquiteturas de segmentação por instância foi comprovada
pela estabilidade da pontuação média de precisão em amostras com alta complexidade visual. A
afirmação de desempenho consistente diante de variações de textura, brilho e reflexo fundamenta-
se nos resultados obtidos na segmentação de condutores metálicos com presença de resina e
reflexões especulares, onde as redes demonstraram capacidade de generalização superior aos
modelos determinísticos. A arquitetura Mask R-CNN apresentou maior fidelidade geométrica na
extração de contornos, atingindo a pontuação máxima de 0,566, o que a qualifica para aplicações
que exigem alta acurácia espacial, como calibrações laboratoriais. Em contrapartida, o YOLOv8-
seg alcançou a pontuação de 0,539 com um limiar operacional de 0,55, evidenciando uma
robustez que favorece o processamento em tempo real e a supressão de alarmes falsos em linhas
de produção.

A utilização da aceleração por hardware via GPU NVIDIA A100 viabilizou a validação
dessas arquiteturas, demonstrando que a segmentação por instância é tecnicamente viável
para substituir etapas manuais de inspeção. Os dados coletados indicam que a implementação
dessas redes neurais convolucionais proporciona maior autonomia operacional, mantendo a
reprodutibilidade dos resultados mesmo sob condições de aquisição variáveis.

Em última análise, os resultados validam a hipótese central deste estudo e reforçam a
viabilidade de integração dessas tecnologias no fluxo da manufatura inteligente. A pesquisa
consolida o uso de aprendizado profundo como uma ferramenta estratégica para o controle de
qualidade automatizado, oferecendo uma solução escalável que atende aos requisitos de precisão
e velocidade exigidos pelo setor de processamento de condutores elétricos.
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5.2 CONTRIBUIÇÕES E LIMITAÇÕES

Do ponto de vista técnico e científico, este trabalho apresenta contribuições relevantes
em três dimensões principais: (i) demonstração prática da aplicabilidade de redes neurais convo-
lucionais para a inspeção industrial de cabos transpostos; (ii) desenvolvimento de um conjunto
de dados original composto por imagens reais do processo produtivo, anotadas e estruturadas no
formato COCO; e (iii) validação comparativa entre abordagens determinísticas e de aprendizado
profundo, quantificando ganhos de desempenho, robustez e eficiência operacional.

Além disso, foi estabelecida uma metodologia replicável que integra a coleta de dados
industriais, a anotação supervisionada via ferramenta CVAT e o treinamento de modelos em
ambiente Google Colab, utilizando a aceleração por hardware da GPU NVIDIA A100 e as
estruturas de desenvolvimento PyTorch e Ultralytics YOLO. Esse fluxo metodológico constitui
uma base sólida para futuras pesquisas em inspeção visual automatizada e controle de qualidade
inteligente, podendo ser adaptado para outros processos industriais que demandem análise de
imagens com alta precisão.

Entre as limitações observadas, destaca-se o volume ainda restrito do conjunto de imagens
utilizado no treinamento, o que limita a capacidade de generalização dos modelos. A ampliação
dessa base é essencial para o refinamento do desempenho e para a obtenção de métricas mais
representativas. O custo computacional da arquitetura Mask R-CNN, apesar de sua pontuação de
0,566, também se mostrou elevado, restringindo sua aplicação em dispositivos embarcados. Já
o YOLOv8-seg, com pontuação de 0,539, embora mais eficiente em termos de processamento,
apresentou pequenas variações de desempenho em situações específicas com reflexos metálicos
intensos e presença de resina superficial.

Adicionalmente, não foi realizada a integração direta dos modelos com controladores
lógicos programáveis (CLPs) nem a validação em tempo real no ambiente produtivo, etapas
necessárias para caracterizar a implementação industrial completa. Ainda assim, os resultados ob-
tidos demonstram o potencial de ambas as arquiteturas para aplicações de inspeção automatizada,
reforçando a relevância prática e científica do estudo.

Por fim, parte dos resultados e da metodologia desenvolvida foi consolidada em um
artigo científico submetido ao XVII Simpósio Brasileiro de Automação Inteligente (SBAI), em
2025, intitulado Continuous Transposed Cable Inspection Using Machine Vision, de autoria
de Jefferson Negrão da Silva, Vinícius Ghizoni da Silva e Douglas Wildgrube Bertol. O artigo
sintetiza os principais avanços obtidos na inspeção automatizada de cabos transpostos e reforça
a contribuição deste trabalho para o campo da visão computacional aplicada à indústria de
transformadores.

5.3 TRABALHOS FUTUROS

Como desdobramento natural deste estudo, propõem-se diversas linhas de continuidade
para aprimorar a precisão, a eficiência e a aplicabilidade industrial do sistema desenvolvido. A
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primeira envolve a ampliação e diversificação do banco de imagens, incorporando diferentes lotes
de produção, geometrias de cabos, condições de iluminação e tipos de defeitos. Essa expansão
permitirá fortalecer a robustez e a capacidade de generalização dos modelos, além de possibilitar
o uso de técnicas de aumento de dados e balanceamento de classes para mitigar o impacto de
amostras raras no treinamento.

Outra frente promissora consiste na integração entre o sistema de visão baseado em
aprendizado profundo e a abordagem clássica atualmente empregada na linha de produção.
Essa redundância poderia ser utilizada para validar resultados, realizar medições geométricas e
obter parâmetros complementares, como o passo de transposição e a largura dos fios, a partir
das máscaras segmentadas. Essa combinação tem potencial para aumentar a confiabilidade da
inspeção, transformando o sistema em uma ferramenta multifuncional de controle dimensional e
detecção de falhas de superfície.

Além disso, recomenda-se a exploração de novas arquiteturas de segmentação, como
a DeepLabv3+, Swin Transformer e o Modelo de Segmentação de Qualquer Coisa (SAM),
que apresentam resultados promissores em tarefas de segmentação de precisão. Abordagens de
aprendizado semi-supervisionado e aprendizado ativo também merecem destaque, pois podem
reduzir significativamente o custo e o tempo de anotação manual, fator que se mostrou limitante
em ambientes industriais devido à complexidade da separação individual dos fios.

Considerando que o treinamento neste trabalho foi validado com a aceleração por hard-
ware da GPU NVIDIA A100, uma linha de avanço relevante está relacionada à execução em
tempo real em plataformas embarcadas, como as GPUs NVIDIA Jetson Xavier ou AGX Orin.
Para viabilizar essa transição, sugere-se a aplicação de técnicas de otimização de modelos, como
a quantização, a poda de parâmetros e a compilação acelerada. Essa abordagem permitiria a
operação contínua do sistema junto a controladores lógicos programáveis, com acionamento
automático de alarmes e integração a sistemas supervisórios de monitoramento e relatórios de
qualidade.

Uma tendência emergente de pesquisa está associada ao uso de modelos de base de
visão pré-treinados em larga escala, adaptados por técnicas leves de ajuste fino para domínios
industriais específicos. Estudos recentes demonstram que métodos de adaptação eficiente de
parâmetros, como o uso de adaptadores em arquiteturas de transformadores de visão, podem
reduzir substancialmente o custo de treinamento e melhorar a generalização para tarefas de
segmentação complexas (Ge et al., 2024). A aplicação dessas estratégias à inspeção de cabos
transpostos representa uma perspectiva capaz de elevar o desempenho dos modelos sem a
necessidade de volumes massivos de novos dados anotados.

Por fim, futuras pesquisas podem explorar classificações complementares dentro do pró-
prio conjunto de cabos, distinguindo regiões conformes de regiões defeituosas, além de expandir
a segmentação para todo o cabo ou componentes específicos, como emendas e áreas críticas de
contato. Essa evolução permitiria ampliar o escopo da inspeção automatizada, direcionando o
sistema não apenas para a detecção de falhas, mas também para análises de integridade estrutural
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e otimização do processo produtivo.
Em síntese, este trabalho consolida a viabilidade da aplicação de redes neurais convolu-

cionais na inspeção automatizada de cabos transpostos, estabelecendo um marco experimental
e metodológico para o avanço da visão computacional aplicada à manufatura. Os resultados
obtidos apontam para um caminho sólido em direção a sistemas autônomos, inteligentes e
integrados, alinhados aos princípios da manufatura inteligente e à transformação digital dos
processos industriais.
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GLOSSÁRIO

Anotação (Annotation): Processo de rotular manualmente regiões de interesse em imagens para
indicar os objetos que devem ser aprendidos pelo modelo de visão computacional.

Aprendizado Profundo (Deep Learning): Subárea da inteligência artificial que utiliza redes
neurais com múltiplas camadas para aprender representações hierárquicas e complexas de dados.

Camada Convolucional: Estrutura fundamental de uma rede neural convolucional responsável
por extrair características espaciais e texturais das imagens por meio de operações matemáticas
de filtragem.

Cabo Transposto (CTC - Continuously Transposed Cable): Condutor elétrico composto
por fios retangulares isolados e trançados de forma contínua, utilizado em transformadores de
potência para reduzir perdas elétricas e equilibrar o campo magnético.

Conjunto de Dados (Dataset): Grupo de dados organizado, composto por imagens e suas
respectivas anotações, utilizado para as etapas de treinamento, validação e teste de modelos de
aprendizado de máquina.

Inferência (Inference): Etapa de execução do modelo treinado sobre novas imagens para a
geração de previsões, classificações ou segmentações automáticas.

Interseção sobre União (IoU): Métrica que avalia a sobreposição entre a máscara predita
pelo modelo e a máscara de referência (*ground truth*), o que expressa o grau de acerto na
segmentação por instância.

Limiar de Confiança (Threshold): Valor numérico que define o ponto de corte para que uma
predição do modelo seja considerada válida, equilibrando a sensibilidade e a precisão da detecção.

Máscara de Segmentação (Segmentation Mask): Imagem binária ou multiclasse que repre-
senta a área exata ocupada por um objeto específico dentro de uma imagem em nível de pixel.

Mask R-CNN: Arquitetura de rede neural convolucional capaz de realizar simultaneamente
a detecção e a segmentação de objetos em imagens para a produção de máscaras de alta fidelidade.

Planejamento de Experimentos (DoE - Design of Experiments): Método estatístico utilizado
para planejar, executar e analisar experimentos de forma sistemática, permitindo avaliar a in-
fluência de múltiplos fatores sobre um resultado.
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Rede Neural Convolucional (CNN): Arquitetura de rede neural projetada para o processamento
de dados com grade topológica, composta por camadas convolucionais, camadas de agrupamento
(*pooling*) e camadas totalmente conectadas.

Rede Piramidal de Características (FPN - Feature Pyramid Network): Arquitetura de rede
voltada à detecção e segmentação multiescala, capaz de combinar informações de diferentes
níveis de resolução para melhorar a detecção de objetos de tamanhos variados.

Segmentação por Instância (Instance Segmentation): Técnica que permite identificar e se-
parar individualmente cada objeto presente em uma imagem, garantindo a diferenciação entre
instâncias da mesma classe.

Transposição (Transposition): Alternância periódica das posições dos fios condutores em um
cabo elétrico, destinada a equalizar as correntes parasitas e reduzir as perdas por efeito Joule.

Visão Computacional (Computer Vision): Área da inteligência artificial que capacita sistemas
computacionais a interpretar e compreender informações visuais provenientes de imagens ou
vídeos.

YOLOv8-seg: Versão da arquitetura YOLO (*You Only Look Once*) com funcionalidade de
segmentação por instância, otimizada para alta velocidade de processamento e desempenho em
tempo real.
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