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Estabilidade financeira € um dos mecanismos mais importantes para o rapido e sustentado
progresso econdmico dos bancos (Bhatore et.al, 2020). Entre os diversos indicadores de
estabilidade financeira, destaca-se o risco de crédito, que € definido como o risco de perda
financeira quando o tomador de empréstimos falha ao cumprir um acordo financeiro (Bhatore et.
al, 2020). Anteriormente, o risco de crédito era mensurado através de avaliacdo subjetiva dos
profissionais dos setores bancarios, o que conferia baixa confiabilidade dos resultados (Hu e Tang,
2006). Com o aprimoramento das capacidades dos computadores e o notavel desenvolvimento da
area de inteligéncia artificial nos Gltimos vinte anos, mais especificamente a area de Machine
Learning, diversas técnicas de mensuracao de risco financeiro tém sido utilizadas (Bhatore et al.,
2020).

O objetivo do trabalho consiste em comparar os dois métodos de avaliacdo de risco de
crédito que aparentam ser mais promissores na literatura, o Support Vector Machine (SVM) e a
Rede Neural Artificial (Artificial Neural Network ou “ANN”). Para o0 SVM, sera utilizado a
metodologia de otimizacdo bayesiana para otimizar os hiper parametros do modelo.

Para abordagem, foi utilizado o conjunto de dados German Credit Risk. O conjunto
possui 1000 observagdes, com 10 varidveis. As varidveis independentes utilizadas foram idade,
género, tipo de trabalho, tipo de moradia, uma variavel categorica que representa o valor da conta
poupanca e outra da conta corrente, a duragdo do empréstimo e uma variavel dummy que representa
0 proposito do dinheiro ter sido tomado emprestado. Com base nessas nove variaveis, espera-se
predizer se o risco de crédito de um determinado individuo é baixo ou alto. No primeiro caso, a
variavel dependente “risco” recebe valor um e valor zero no segundo caso.

As variaveis “conta poupanga” e “conta corrente” apresentavam 183 e 394 valores faltantes,
respectivamente. Para imputacéo, os valores categéricos foram substituidos por 0, no caso de little;
1 no caso de moderate; 2 em rich; e 3 em quite rich. Em seguida, os valores faltantes foram
substituidos pela média desses valores. As varidveis categoricas género, tipo de moradia e
proposito foram transformadas em valores binarios utilizando a fungdo OneHotEnconder, da
biblioteca Sckit-Learn. As outras variaveis categoricas foram mantidas, dado que seus valores eram
entradas numeéricas e representavam uma escala de intensidade de cada variavel. Os dados foram
divididos em conjuntos de treino, teste e validacdo, nas propor¢des 70%, 15% e 15%,
respectivamente. Para as divisdes foram utilizadas, a biblioteca Sckit - Learn da linguagem Python,
utilizando a fungéo train_test_split.

Para ANN foi utilizado uma rede com trés camadas. Na primeira (entrada) foram utilizados
dezenove neurdnios, correspondente ao numero de colunas do conjunto de dados. Na camada
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oculta foram dezesseis neur6nios, usando fungio de ativag¢do “relu” enquanto na camada de saida
foi apenas um neurdnio, utilizando funcdo “sigmoid”. Em relacdo aos hiper parametros, foi
utilizando o otimizador “Adam” com taxa de aprendizado de 0,001 e regularizador L1 com lambda
de 0,01. O erro (“loss™) para o treinamento da rede foi 0 “binary cross-entropy” e a métrica de
avaliacdo foi a acuracia. A arquitetura e os hiper parametros foram escolhidos pelo método de erro
e tentativa.

Para 0 SVM foi utilizado a técnica de Otimizacdo Bayesiana para encontrar os hiper
pardmetros Otimos. O pardmetro Otimo encontrado foi de kernel polinomial com os hiper
parametros “coeficiente” (coef0) igual a setenta e quatro, “C” igual a dez e grau igual a trés.

Os resultados obtidos, referentes as diferentes métricas de avaliagdo, estdo organizados na
Tabela 1. Os resultados mostram que na comparacao entre os dois modelos, com base em todas as
métricas, com excecdo da especificidade, o SVM apresenta uma performance melhor.
Considerando que especificidade é uma medida da taxa de verdadeiros negativos, aliado ao fato de
0 conjunto de dados ser composto majoritariamente por individuos de elevado risco de crédito, esse
resultado pode ser explicado por uma alta tendéncia da ANN treinada indicar que o individuo é um
mal pagador. Apesar da melhor performance do SVM na maioria dos aspectos, deve-se considerar
o elevado custo computacional da metodologia de otimizacdo de parametros.

Tabela 1. Resultados da ANN e SVM

Métrica ANN SVM com otimizagdo
bayesiana
Acuracia 0,6381 0,6857
Especificidade 0,9384 0,7231
Sensibilidade 0,1500 0,6250
F1 score 0,2400 0,6024
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