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INTRODUÇÃO  
A crescente adoção de tecnologias no setor agrícola tem impulsionado a demanda por acesso rápido 
a informações técnicas especializadas (Oliveira e Silva, 2023). Contudo, apesar dos avanços dos 
mecanismos de busca a partir da adoção de Processamento de Linguagem Natural (Natural Languege 
Processing - NLP), impulsionada pelo uso de Modelos Grandes de Linguagem (Large Language 
Models - LLMs), eles ainda apresentam limitações relacionadas à geração de respostas a perguntas 
técnicas relacionadas a domínios específicos (Huang et al., 2025). Dessa maneira, este trabalho tem 
como objetivo complementar o conhecimento paramétrico das LLMs por meio da adição de 
conhecimento não paramétrico obtido a partir da aplicação de técnicas de Retrieval Augmented 
Generation (RAG) (Lewis et al., 2020) para geração de respostas a perguntas relacionadas ao contexto 
agropecuário catarinense. Portanto, neste trabalho são agregados conteúdos agrícolas textuais e 
descritivos de imagens ao conhecimento da LLM, utilizando como base de dados a plataforma 
EpagriTec. O foco central da pesquisa é investigar como o enriquecimento multimodal da base textual 
a partir das descrições automatizadas de imagens contidas na plataforma EpagriTec afetam a 
recuperação de informações e a fidelidade das respostas de LLMs no domínio agropecuário 
catarinense. 
 
DESENVOLVIMENTO  
A proposta deste trabalho consistiu na construção de um fluxo RAG dividido em duas etapas: 1) Etapa 
de Ingestão, que incorpora a descrição textual das imagens contidas nos documentos da plataforma 
EpagriTec durante o processo de vetorização (embedding) e posterior armazenamento no banco de 
dados vetorial; 2) Etapa de Inferência, onde a recuperação de informações relevantes é realizada no 
banco de dados vetorial e incorporada ao contexto da LLM para a geração da resposta à pergunta do 
usuário. Na etapa de ingestão, empregou-se o modelo Gemini Pro 2.5 (Comanici et al., 2025) para a 
geração das descrições textuais das imagens contidas na plataforma, que foram integradas aos 
documentos originais, os quais foram divididos em pedaços (chunks), que foram vetorizados pelo 
modelo BAAI/bge-m3 (Chen et al., 2025) e armazenados no banco vetorial FAISS (Facebook AI 
Similarity Search). Na fase de inferência, aplicou-se a engenharia de prompt para concatenar a 
pergunta do usuário ao contexto enriquecido recuperado para a geração da resposta pelo LLM. Os 
LLMs de código aberto avaliados nos experimentos foram: Gemma (Gemma Team et al., 2024), 
Llama 3 (Grattafiori et al., 2024) e Ministral-8B (Liu et al., 2026). Todos foram configurados com 
temperatura de 0,2 a fim de que eles priorizassem estritamente a síntese da resposta a partir do 
contexto recuperado do banco de dados vetorial (conhecimento não paramétrico), limitando assim o 
uso do conhecimento pré-treinado (conhecimento paramétrico) na tentativa de mitigar alucinações. 
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RESULTADOS 
A avaliação experimental evidenciou que o enriquecimento multimodal (texto + imagens) do RAG e 
a estruturação do prompt superaram o déficit informacional existente na geração da resposta a partir 
do conhecimento paramétrico dos LLMs. A injeção das descrições de imagens aumentou a taxa de 
acerto na recuperação de contextos relevantes (Hit Rate@5) de 80% para 100%, como mostrado pela 
Tabela 2. Na avaliação da qualidade do texto gerado, mensurada pela métrica de similaridade 
semântica BERTScore (Zhang et al., 2020), por meio dos modelos avaliadores XLM-RoBERTa 
(Conneau et al., 2020) e BERTimbau (Souza et al., 2020), as médias globais de todos os LLMs 
testados apresentaram um aumento expressivo com diferença significativa quando as descrições das 
imagens estavam presentes nos documentos. O modelo Ministral-8B operando com a base de dados 
com descrições obteve o melhor desempenho da pesquisa, alcançando um F1-Score médio de 0,643 
com o avaliador BERTimbau e 0,885 com o XLM-RoBERTa, como evidenciado pela Tabela 1. A 
avaliação qualitativa confirmou que o contexto enriquecido reduziu as respostas desconexas 
(alucinadas), embora tenha revelado que descrições automatizadas de imagens mal catalogadas 
podem introduzir poluição semântica e prejudicar a inferência da resposta pelo LLM. 
 
CONSIDERAÇÕES FINAIS  
A aplicação de técnicas de RAG e engenharia de prompt, especialmente mediante a injeção de 
descrições textuais de imagens contidas no texto original, elevam a fidelidade factual dos LLMs na 
geração de respostas a perguntas de domínios específicos, tais como avaliado no contexto 
agropecuário catarinense. Portanto, é possível inferir que o enriquecimento multimodal por descrição 
de imagens pode ser considerado um fator determinante para que os modelos consigam realizar a 
geração de respostas mais precisas em domínios específicos, mitigando assim alucinações ao embasar 
a geração das respostas a partir de informações com contextos semanticamente mais completos e 
acurados. 
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ANEXOS 
 
Tabela 1.  Resultados de Bertscore para a avaliação dos modelos sem descrição e com descrição. 

 
 

Tabela 2.  Comparação da avaliação dos documentos recuperados entre o banco de dados com 
descrição das imagens e o banco de dados sem descrição das imagens. 
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